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Abstrak 

Penyakit Ginjal Kronis (PGK) merupakan salah satu masalah kesehatan yang kritis karena bersifat progresif 

dan sering tidak menunjukkan gejala pada tahap awal, sehingga banyak pasien terdiagnosis pada stadium 

lanjut. Di Kota Jayapura, jumlah kasus PGK terus meningkat akibat hipertensi, diabetes, serta keterbatasan 

akses layanan deteksi dini. Penelitian ini bertujuan membangun model prediksi PGK menggunakan algoritma 

Naïve Bayes serta menganalisis keterkaitan variabel klinis yang berpengaruh terhadap PGK pada pasien di 
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Chronic Kidney Disease (CKD) remains one of the most 

critical global health issues due to its progressive nature and 

the absence of early symptoms that often lead to late diagnosis. 

In Jayapura City, the number of CKD cases continues to 

increase, driven by factors such as hypertension, diabetes, and 

limited access to early diagnostic services. This study aims to 

develop a predictive model for CKD using the Naïve Bayes 

algorithm and to analyze the relationship between clinical 

variables that contribute to CKD among patients in Jayapura. 

The research adopts the Cross-Industry Standard Process for 

Data Mining (CRISP-DM), which includes business 

understanding, data understanding, data preparation, 

modeling, evaluation, and deployment. A clinical dataset 

consisting of 500 patient records and 13 medical attributes—

such as blood pressure, glucose level, serum creatinine, 

hemoglobin, albumin, and urine characteristics—was used. 

The dataset had been pre-cleaned before processing, ensuring 

it was ready for direct modeling in RapidMiner. The Naïve 

Bayes model achieved an accuracy of 94.40%, with substantial 

precision and recall values across both CKD and non-CKD 

classes. These findings indicate that Naïve Bayes is highly 

effective in identifying CKD patterns within local patient data. 

The main contribution of this study lies in the use of real 

clinical data specific to Jayapura, which provides insights into 

regional CKD characteristics and offers a reliable predictive 

tool to support early screening. The implications of this 

research highlight the potential integration of the model into 

clinical decision-support systems and community health 

monitoring applications, enabling earlier interventions and 

improved patient outcomes. 
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Jayapura. Penelitian mengikuti kerangka kerja Cross-Industry Standard Process for Data Mining (CRISP-

DM), meliputi pemahaman bisnis, pemahaman data, persiapan data, pemodelan, evaluasi, dan deployment. 

Dataset yang digunakan terdiri dari 500 data pasien dengan 13 atribut medis, termasuk tekanan darah, glukosa 

darah, kreatinin serum, hemoglobin, albumin, dan kondisi urin. Seluruh data telah melalui tahap pembersihan 

sebelum pemodelan sehingga tidak memerlukan preprocessing lanjutan. Pemodelan dilakukan menggunakan 

RapidMiner, dan algoritma Naïve Bayes menghasilkan akurasi sebesar 94.40% dengan nilai precision dan 

recall tinggi pada kedua kelas PGK dan non-PGK. Hasil ini menunjukkan bahwa Naïve Bayes efektif dalam 

mengidentifikasi pola PGK pada data klinis lokal. Kontribusi utama penelitian ini adalah pemanfaatan data 

nyata dari pasien Kota Jayapura, sehingga menghasilkan model prediksi yang relevan secara regional serta 

memberikan pemahaman baru mengenai faktor medis yang dominan. Implikasi penelitian ini mencakup 

potensi integrasi model ke dalam sistem pendukung keputusan klinis maupun aplikasi monitoring kesehatan 

untuk mendukung deteksi dini PGK dan meningkatkan kualitas layanan kesehatan. 

Kata Kunci: Penyakit Ginjal Kronis, Naïve Bayes, RapidMiner, Prediksi Medis, Data Mining. 

1. PENDAHULUAN 

Penyakit ginjal kronis merupakan gangguan fungsi ginjal yang berlangsung secara progresif dan tidak dapat 

dipulihkan, sehingga tubuh tidak mampu menjaga keseimbangan metabolisme, cairan, dan elektrolit. Jika 

terus berlanjut, kondisi ini dapat berkembang menjadi gagal ginjal tahap akhir, yaitu saat ginjal tidak lagi 

mampu membuang zat-zat sisa dari tubuh. Pada tahap ini, pasien memerlukan tindakan lanjutan seperti 

dialisis (cuci darah) atau transplantasi ginjal untuk mempertahankan kehidupannya [1]. World Health 

Organization (WHO) mencatat PGK sebagai penyebab kematian ke-10 di dunia, sedangkan Kementerian 

Kesehatan Republik Indonesia melaporkan bahwa prevalensi PGK meningkat dalam lima tahun terakhir 

akibat pola hidup tidak sehat, hipertensi, dan diabetes sebagai faktor risiko dominan [2], [3]. 

Di Kota Jayapura, fenomena serupa tampak pada data pasien yang menunjukkan peningkatan jumlah 

penderita gangguan fungsi ginjal, yang tercermin dari tingginya kadar kreatinin serum, urea darah, tekanan 

darah yang tidak terkendali, serta gejala klinis lain yang sering tidak terdeteksi pada tahap awal. Keterbatasan 

akses kesehatan di beberapa distrik di Jayapura menyebabkan pasien datang pada stadium lanjut, sehingga 

deteksi dini dengan metode prediktif berbasis data menjadi sangat penting untuk membantu klinisi dalam 

pengambilan keputusan. Kondisi ini menunjukkan bahwa variasi gejala yang muncul pada pasien sering kali 

berkaitan dengan perbedaan gaya hidup dan akses layanan kesehatan. Data tersebut juga memperlihatkan 

bahwa perubahan pola fungsi ginjal pada masyarakat Jayapura cenderung berkembang secara perlahan 

sehingga sulit dikenali tanpa pemeriksaan klinis rutin. 

Berbagai penelitian terkait prediksi PGK telah memanfaatkan algoritma machine learning seperti Naïve 

Bayes, K-Nearest Neighbour, Decision Tree, dan Support Vector Machine [4], [5], [6], [7]. Naïve Bayes 

terbukti memiliki kinerja yang kompetitif pada dataset medis yang memiliki jumlah sampel terbatas dan fitur 

klinis yang beragam [8], [9], [10], serta efektif dalam mengklasifikasikan data dengan asumsi independensi 

antar variabel [11]. Beberapa penelitian sebelumnya melakukan klasifikasi penyakit ginjal kronis (Chronic 

Kidney Disease/CKD) dengan Algoritma Naïve Bayes berhasil mencapai akurasi sebesar 95.4% dalam 

memprediksi penyakit ginjal kronis [12]. Penelitian lain menyimpulkan bahwa algoritma Naïve Bayes sangat 

efektif untuk mendiagnosis penyakit ginjal, dengan akurasinya mencapai 99.24% [13]. 

Selain itu dengan eksperimen yang di lakukan [14] menunjukkan bahwa Naïve Bayes memberikan performa 

terbaik, dengan akurasi tertinggi sebesar 94,21%. Sementara itu, [15]. memperoleh akurasi sebesar 90% pada 

penelitian mereka menggunakan Naïve Bayes Classification berdasarkan hasil confusion matrix. Penelitian 

lain Penggunaan algoritma Naive Bayes dalam memprediksi penyakit chronic kidney disease (CKD) terbukti 

memberikan kinerja yang baik dan menawarkan berbagai manfaat di bidang kesehatan. Dengan 

memanfaatkan kumpulan data klinis dan laboratorium yang lengkap sebagai atribut, serta didukung oleh 

metode seleksi fitur yang optimal dan potensi penerapan ensemble, algoritma Naive Bayes mampu 

menghasilkan prediksi CKD yang tepat dan efisien [16].  

Namun, sebagian besar penelitian tersebut menggunakan dataset UCI atau data dari rumah sakit besar di 

Pulau Jawa, sehingga belum merepresentasikan kondisi klinis pasien di Papua. Belum ada penelitian yang 

secara khusus menganalisis pola keterkaitan variabel medis seperti tekanan darah, glukosa darah, kreatinin 

serum, urea darah, albumin serum, hemoglobin, elektrolit (natrium dan kalium), kondisi urine, dan faktor 

risiko komorbid (hipertensi, diabetes, penyakit jantung, riwayat merokok) pada populasi pasien di Kota 



181 
p-ISSN : 2803-1507    e-ISSN :  2803-1531 

Chronic Kidney Disease Prediction Model ...  (G. A. Rumbairusy et al.,) 

Jayapura. Ketiadaan kajian berbasis data lokal ini membentuk research gap penting terkait potensi perbedaan 

karakteristik klinis maupun faktor prediktif PGK pada masyarakat Papua. Kondisi ini menunjukkan bahwa 

karakteristik klinis penduduk Papua memerlukan pemetaan yang lebih spesifik agar analisis prediksi dapat 

menggambarkan situasi kesehatan secara lebih akurat. 

Berdasarkan kesenjangan tersebut, penelitian ini bertujuan untuk mengidentifikasi pola dan keterkaitan antara 

berbagai variabel medis dalam dataset Kota Jayapura, terutama tekanan darah, glukosa darah, kreatinin 

serum, urea darah, albumin serum, serta komorbid seperti hipertensi dan diabetes yang berkontribusi terhadap 

risiko terjadinya PGK. Selain itu, penelitian ini juga bertujuan membangun model prediksi PGK 

menggunakan metode Naïve Bayes dan mengevaluasi performanya pada data pasien lokal Jayapura. 

Kontribusi atau novelty penelitian ini terletak pada pemanfaatan dataset klinis nyata dari Kota Jayapura, 

sehingga menghasilkan model prediksi PGK yang lebih relevan secara regional, sekaligus memberikan 

pemahaman baru mengenai faktor-faktor klinis yang paling berpengaruh dalam mendeteksi risiko PGK pada 

populasi Papua. Model prediksi yang dikembangkan melalui data lokal ini juga diharapkan dapat memberikan 

gambaran yang lebih rinci mengenai variasi respons klinis yang muncul pada pasien dari wilayah tersebut. 

2. TINJAUAN PUSTAKA 

2.1. Data Mining 

Perkembangan penelitian terkait pemanfaatan data klinis mendorong penggunaan teknik data mining dalam 

analisis kesehatan. Penelitian pada [17] menunjukkan bahwa metode data mining mampu mengekstraksi pola 

dari data laboratorium dan riwayat penyakit yang memiliki struktur kompleks. Studi tersebut menjelaskan 

bahwa sebagian besar data medis masih berupa data mentah yang memerlukan proses analitik sistematis agar 

menghasilkan informasi yang bermanfaat. Teknik data mining digunakan secara luas dalam penelitian 

prediksi PGK karena proses ini dapat membantu mengatasi masalah variabilitas data, noise, dan 

ketidaklengkapan informasi. 

2.2. Naïve Bayes 

Penelitian pada [18] memberikan landasan mengenai struktur kerja Naïve Bayes sebagai algoritma klasifikasi 

berbasis Teorema Bayes beserta asumsi independensi antar atributnya. Penelitian tersebut menunjukkan 

bahwa meskipun asumsi ini tidak selalu terpenuhi pada data medis, Naïve Bayes tetap memberikan 

performance yang kompetitif. Kajian lain [19] menunjukkan bahwa algoritma ini dapat bekerja efektif pada 

dataset klinis yang berukuran terbatas dan memiliki keragaman variabel. Hasil dari penelitian tersebut 

menjelaskan bahwa Naïve Bayes mampu menangani data laboratorium yang sering mengandung noise dan 

variasi antar sampel. 

2.3. Rapid Miner 

Perkembangan alat bantu analisis data juga menjadi perhatian berbagai penelitian. Studi pada [20], [21] 

mengevaluasi penggunaan RapidMiner sebagai platform data mining yang menyediakan beragam operator 

untuk preprocessing, pemodelan, dan evaluasi. Kedua studi tersebut menjelaskan bahwa RapidMiner 

memungkinkan implementasi algoritma seperti Naïve Bayes, KNN, dan Decision Tree secara efisien melalui 

antarmuka visual yang mudah digunakan. Penggunaan platform ini menjadi relevan dalam penelitian yang 

membutuhkan proses eksperimen yang terstruktur pada data PGK. 

2.4. Penyakit Ginjal Kronis 

Kajian mengenai penyakit ginjal kronis (PGK) banyak dilakukan karena kondisi ini merupakan salah satu 

masalah kesehatan global. Penelitian pada [22] menjelaskan bahwa PGK merupakan penurunan fungsi ginjal 

yang berlangsung minimal tiga bulan dan sering berhubungan dengan komorbid seperti diabetes melitus 

maupun hipertensi. Studi lain [23] membahas perkembangan PGK dari stadium awal hingga stadium terminal 

yang memerlukan terapi pengganti ginjal. Penelitian pada [24] menyajikan variabel klinis yang digunakan 

dalam penilaian fungsi ginjal, seperti kreatinin serum, urea darah, albumin serum, hemoglobin, tekanan 

darah, elektrolit, dan kondisi urine. Ketiga studi tersebut menjadi dasar dalam penentuan atribut yang 

digunakan dalam model prediksi PGK pada penelitian ini. 

2.5. Penelitian Sebelumnya 

Kajian mengenai penerapan metode klasifikasi dalam bidang kesehatan telah menunjukkan perkembangan 

yang signifikan dalam beberapa tahun terakhir. Penelitian pada [25] menyajikan analisis mengenai efektivitas 
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algoritma Naïve Bayes pada berbagai permasalahan klasifikasi yang memiliki karakteristik berbeda. Studi 

tersebut menemukan bahwa asumsi independensi antar fitur menghasilkan proses komputasi yang sederhana 

dan efisien. Penelitian lain [26], [27], [28] menilai penggunaan Naïve Bayes pada domain klasifikasi dan 

prediksi penyakit, serta melaporkan kemampuan algoritma ini untuk bekerja stabil pada dataset berukuran 

kecil maupun besar. 

Beberapa penelitian mengenai prediksi penyakit ginjal kronis (PGK) menggunakan dataset yang memiliki 

tingkat kebersihan tinggi seperti UCI, sehingga akurasi yang dilaporkan berkisar 90 hingga 99 persen. Nilai 

tersebut berkaitan erat dengan kualitas dataset yang terstruktur, ukuran sampel yang relatif kecil, dan proporsi 

kelas yang seimbang. Kondisi tersebut berbeda dengan data klinis yang dihasilkan fasilitas pelayanan 

kesehatan di Indonesia yang lebih beragam, mengandung ketidakseimbangan kelas, serta memiliki 

inkonsistensi pencatatan. Penjelasan pada [25], [26], [27], [28] menunjukkan bahwa karakteristik dataset 

sangat memengaruhi performa algoritma, termasuk Naïve Bayes. Penggunaan dataset lokal, seperti yang 

digunakan dalam penelitian ini, memberikan gambaran yang lebih relevan mengenai kinerja model prediksi 

PGK berdasarkan kondisi data klinis yang nyata. 

3. METODOLOGI PENELITIAN 

Berikut tahapan alur kerja algoritma Naïve Bayes yang digunakan dalam penelitian ini. Flowchart ini 

menunjukkan urutan proses mulai dari pemilihan setiap atribut, penelusuran nilai atribut pada dataset, 

perhitungan probabilitas kondisional, hingga pembaruan skor kelas untuk menentukan kemungkinan seorang 

pasien termasuk kategori CKD atau non-CKD. Melalui tahapan yang sistematis ini, model Naïve Bayes dapat 

mengolah seluruh atribut kesehatan secara independen dan menghasilkan prediksi yang akurat berdasarkan 

data medis yang tersedia. Berikut flowchart Naïve Bayes dapat dilihat pada Gambar 1. 

 

Gambar 1. Flowchart Naive Bayes 
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Flowchart tersebut menjelaskan mekanisme dasar algoritma Naïve Bayes dalam memproses setiap atribut 

secara independen untuk menghitung probabilitas suatu data termasuk ke dalam kelas tertentu. Tahapan ini 

menggambarkan bagaimana model membangun keputusan klasifikasi berdasarkan distribusi nilai atribut 

yang dianalisis satu per satu. Analisis pada tahap ini memberikan gambaran lebih rinci mengenai bagaimana 

setiap atribut memberikan kontribusi terhadap proses pengambilan keputusan klasifikasi. Penjelasan tahapan 

flowchart antara lain: 

3.1. Start (Persiapan Studi dan Pengambilan Data) 

Proses dimulai dengan menentukan tujuan penelitian, yaitu memprediksi apakah pasien termasuk kategori 

CKD atau non-CKD. Data klinis pasien meliputi tekanan darah, kreatinin serum, hemoglobin, albumin serum, 

elektrolit, kondisi urine, serta riwayat hipertensi dan diabetes dipersiapkan sebagai input, termasuk 

pengecekan kelengkapan dan kebersihan data. Langkah ini memastikan bahwa setiap variabel klinis telah 

ditetapkan secara tepat sebelum diproses oleh model prediksi. Validitas data pada tahap awal juga berperan 

penting dalam menjaga keakuratan analisis yang dilakukan. 

3.2. Penentuan Atribut dan Kelas Target 

Atribut target ditetapkan sebagai kelas (CKD / non-CKD), sementara seluruh variabel klinis berfungsi 

sebagai prediktor. Pada tahap ini ditentukan apakah atribut bersifat numerik atau kategorikal, karena masing-

masing diproses dengan pendekatan probabilistik yang berbeda. Klasifikasi jenis atribut ini memberikan 

arahan yang jelas mengenai metode perhitungan peluang yang akan digunakan dalam proses pemodelan. 

Pemahaman terhadap karakteristik atribut tersebut membantu meningkatkan kualitas hasil prediksi yang 

dihasilkan algoritma. 

3.3. Perhitungan Distribusi Setiap Atribut (Per Atribut A) 

Pada tahap ini, model menghitung distribusi setiap atribut, baik kategorikal maupun numerik, untuk masing-

masing kelas. Untuk atribut kategorikal seperti hypertension, diabetes, dan protein urine, probabilitas 

kondisional diperoleh dengan menghitung frekuensi kemunculan setiap kategori pada tiap kelas. Probabilitas 

tersebut dihitung menggunakan persamaan berikut (1). 

 

𝑝(𝐴 = 𝑣 | 𝐶𝑙𝑎𝑠𝑠) =
𝐽𝑢𝑚𝑙𝑎ℎ 𝑟𝑒𝑐𝑜𝑟𝑑 𝑑𝑒𝑛𝑔𝑎𝑛 𝐴 = 𝑣 𝑃𝑎𝑑𝑎 𝑘𝑒𝑙𝑎𝑠

𝐽𝑢𝑚𝑙𝑎ℎ 𝑟𝑒𝑐𝑜𝑟𝑑 𝑑𝑖 𝑘𝑒𝑙𝑎𝑠
            (1)

 

 

Pendekatan ini memungkinkan model menangkap kecenderungan kemunculan kategori tertentu dalam 

masing-masing kelas. Untuk menghindari probabilitas nol pada kategori yang jarang muncul, Laplace 

Smoothing digunakan sebagai metode penyesuaian. 

Untuk atribut numerik seperti serum creatinine, blood urea, sodium, dan potassium, nilai mean (μ) dan 

variance (σ²) dihitung secara terpisah untuk setiap kelas. Atribut numerik diasumsikan mengikuti distribusi 

Gaussian sehingga probabilitasnya dimodelkan menggunakan persamaan  (2). 

 

𝑝(𝑥 | 𝐶𝑙𝑎𝑠𝑠)
1

√2𝜋𝜎2
𝑒𝑥𝑝 (−

(𝑥 − 𝜇)2

2𝜎2
)                                                            (2)

 

 

Formulasi ini memberikan estimasi probabilistik yang lebih representatif untuk data kontinu. Parameter-

parameter tersebut kemudian menjadi dasar dalam penyusunan model prediksi kelas. 

3.4. Penggabungan Probabilitas untuk Prediksi Kelas 

Setelah seluruh probabilitas kondisional dihitung, nilai-nilai tersebut digabungkan dengan probabilitas prior 

dari masing-masing kelas untuk menghasilkan probabilitas posterior. Proses penggabungan dilakukan 

menggunakan persamaan (3). 

 

𝑃( 𝐶𝑙𝑎𝑠𝑠 ∣ 𝐴1, 𝐴2, … , 𝐴𝑛 ) ∝ 𝑃(𝐶𝑙𝑎𝑠𝑠) ×

𝑛

∏ 𝑝

𝑖 = 1

( 𝐴𝑖 ∣∣ 𝐶𝑙𝑎𝑠𝑠 )                         (3)    
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Nilai posterior yang dihasilkan merepresentasikan tingkat keyakinan model terhadap setiap kelas. Kelas 

dengan nilai posterior tertinggi dipilih sebagai hasil prediksi akhir, yaitu CKD atau non-CKD. 

3.5. Evaluasi Model 

Model kemudian diuji pada data testing untuk menghitung performa menggunakan metrik seperti akurasi, 

precision, recall, dan sensitivity. Tahap ini bertujuan memastikan bahwa model Naïve Bayes dapat melakukan 

prediksi PGK secara konsisten pada data klinis Kota Jayapura. Pengujian ini memberikan gambaran 

mengenai kemampuan model dalam membedakan pasien yang tergolong CKD dan non-CKD berdasarkan 

pola atribut klinis yang tersedia. Informasi tersebut juga membantu memvalidasi stabilitas model ketika 

diterapkan pada variasi data yang berbeda. 

4. HASIL DAN PEMBAHASAN 

4.1. Bussines Understanding 

Data Mining ini bertujuan untuk membangun model prediksi penyakit ginjal kronis (Chronic Kidney Disease 

/ CKD) berdasarkan data rekam medis pasien. Dengan meningkatnya kasus CKD yang kerap terlambat 

didiagnosis, diperlukan sebuah sistem pendukung keputusan yang mampu mengidentifikasi kondisi pasien 

secara cepat berdasarkan parameter klinis seperti tekanan darah, glukosa darah, kreatinin serum, urea darah, 

dan lain-lain. Dengan menggunakan algoritma Naive Bayes, model dapat memberikan prediksi awal apakah 

seorang pasien termasuk kategori CKD (1) atau non-CKD (0) sehingga tenaga medis dapat melakukan tindak 

lanjut lebih cepat. 

4.2. Data Understanding 

Dataset yang digunakan terdiri dari 500 data pasien dengan 13 atribut, yang meliputi variabel numerik dan 

kategorikal. Setiap atribut memiliki karakteristik yang berbeda sehingga diperlukan pemahaman awal untuk 

melihat distribusi serta perannya dalam analisis. Informasi tersebut membantu peneliti dalam mengenali pola 

awal yang muncul pada data sebelum memasuki tahap pemodelan. Atribut kunci yang digunakan antara lain 

dapat dilihat pada Tabel 1. 

Tabel 1. Data Atribut 
No Atribut Deskripsi 

1 usia umur pasien 

2 jenis_kelamin M/F 

3 tekanan_darah tekanan darah mmHg 

4 glukosa_darah gula darah mg/dL 

5 kreatinin_serum kadar kreatinin 

6 urea_darah kadar urea 

7 hemoglobin kadar Hb 

8 kalium kadar K 

9 natrium kadar Na 

10 albumin_serum kadar albumin 

11 protein_urin level protein urin 

12 sel_darah_merah normal/abnormal 

13 penyakit_ginjal_kronis label (0 = sehat, 1 = CKD) 

 

4.3. Data Preparation 

Dataset penelitian awalnya terdiri dari 19 atribut, namun setelah proses pembersihan awal, hanya 13 atribut 

yang digunakan dalam pemodelan. Atribut yang dihapus meliputi id, sel_nanah, hipertensi, diabetes, 

penyakit_jantung, dan perokok karena tingkat ketidaklengkapan tinggi dan ketidakkonsistenan pencatatan. 

Dataset yang diberikan juga telah dinormalisasi formatnya serta dinon-identifikasi sehingga tidak 

mengandung informasi pribadi pasien. Seluruh dataset (500 record) digunakan tanpa pembagian manual data 

latih dan data uji. Evaluasi dilakukan melalui operator Performance di RapidMiner menggunakan metode 

resubstitution evaluation, yaitu pengujian model menggunakan data yang sama dengan data pelatihan. Karena 

itu, confusion matrix yang ditampilkan merupakan hasil prediksi model terhadap keseluruhan dataset. Berikut 

data set yang digunakan dapat dilihat pada Tabel 2. 
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Tabel 2. Data Set Penyakit Ginjal Kronis 

us

ia 

jenis_ke

lamin 

tekanan_

darah 

gluk

osa 

kreatinin

_serum 

urea_d

arah 

hemog

lobin 

kali

um 

natri

um 

albu

min 

protein

_urin 

sel_darah

_merah 

C

K

D 

35 M 135.1 
187.

1 
0.4 35.3 12.7 4.8 

136.

2 
4.66 

negativ

e 
normal 0 

41 M 149.7 97.9 0.4 15.9 14.4 3.45 
137.

4 
3.59 +++ abnormal 0 

30 F 163.3 
142.

8 
2.06 26.9 17.4 4.31 

136.

5 
4.67 trace normal 0 

41 F 150.3 
185.

1 
2.74 48.7 15.6 4.76 

132.
6 

3.75 
negativ

e 
abnormal 1 

45 M 93.2 
104.

8 
1.11 37.1 14.5 4.21 

135.

1 
2.69 trace abnormal 0 

48 F 104.4 
111.

9 
1.05 46.7 14.7 5.92 

140.
1 

4.34 
negativ

e 
normal 0 

49 M 117.5 96.7 1.26 74.5 13.6 3.2 
139.

3 
3.45 + normal 1 

38 M 130.5 79.4 2.25 5 14.9 4.84 
138.

7 
4.22 + normal 1 

48 M 140.4 94 0.4 67.3 7.2 4.1 134 3.82 +++ abnormal 1 

30 M 115.5 
122.

4 
1.18 37.1 13.3 4.66 

137.

3 
2.87 

negativ

e 
normal 0 

50 M 133.7 
121.

4 
2.08 17 14.1 4.46 

129.
3 

3.9 trace normal 1 

36 M 114.9 89.2 1.65 8.4 10.6 3.76 
138.

7 
5 + normal 0 

47 M 117.8 
129.

4 
1.37 31.2 14.5 4.34 

143.

7 
4.1 

negativ

e 
abnormal 0 

42 F 101.9 60 2.1 53.4 13 3.09 
132.

1 
3.77 trace normal 1 

44 F 111.5 
133.

2 
0.4 32.4 17.9 4.56 

135.

7 
4.45 trace abnormal 0 

49 F 103 
153.

3 
1.81 65.2 17.4 4.38 

139.

3 
3.93 

negativ

e 
normal 1 

43 F 110.5 60 0.61 6 12.3 4.58 143 3.93 
negativ

e 
normal 0 

36 M 151.1 135 0.4 34.8 13.1 4.83 
136.

2 
3.15 ++ normal 0 

41 M 111 
169.

1 
1.66 10 13.3 4.42 

135.

2 
3.94 ++ normal 1 

…             

 

4.4. Modeling 

Model dibangun menggunakan operator Naive Bayes untuk menghasilkan struktur klasifikasi yang sesuai 

dengan karakteristik dataset yang digunakan. Pemilihan algoritma ini dilakukan karena metode Naive Bayes 

mampu bekerja secara efisien pada data berdimensi tinggi dan memberikan hasil prediksi yang stabil 

meskipun distribusi datanya sederhana. Proses pemodelan dilakukan dengan mengatur alur operasi pada 

perangkat RapidMiner sehingga setiap tahap pengolahan data dapat dijalankan secara terstruktur. Model 

dibangun menggunakan operator Naive Bayes dengan struktur proses dapat dilihat pada Gambar 2. 

Gambar tersebut menunjukkan alur proses pengolahan data menggunakan algoritma Naive Bayes di 

RapidMiner. Proses diawali dengan operator Retrieve Test, yang berfungsi mengambil dataset dari repository 

untuk digunakan sebagai data uji. Selanjutnya, data tersebut diproses oleh operator Set Role, di mana atribut 

target (label) ditentukan perannya sebagai “label”, sehingga algoritma klasifikasi dapat mengenali atribut 

mana yang harus diprediksi. Setelah peran atribut disesuaikan, dataset dikirim ke operator Naive Bayes, yang 

bertugas membangun model klasifikasi berdasarkan pola dan probabilitas dari data pelatihan yang tersedia.  

Model yang dihasilkan kemudian diterapkan pada data uji melalui operator Apply Model, sehingga setiap 

record pada data uji memperoleh prediksi kelas. Hasil prediksi tersebut selanjutnya dievaluasi melalui 

operator Performance, yang menghitung metrik performa seperti akurasi, presisi, recall, dan confusion 

matrix. Secara keseluruhan, gambar ini menggambarkan alur lengkap mulai dari pengambilan data, 

penentuan label, pembangunan model, penerapan model, hingga evaluasi performa untuk menilai kualitas 
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model Naive Bayes yang dibangun. Evaluasi ini membantu menentukan apakah model sudah layak digunakan 

atau perlu dilakukan perbaikan lebih lanjut. 

 

Gambar 2. Proses Rapid Miner Naive Bayes 

4.5. Evaluation 

Model dievaluasi menggunakan beberapa metrik performa guna memastikan bahwa hasil prediksi dapat 

menggambarkan kemampuan algoritma dalam mengenali pola pada data uji. Proses evaluasi dilakukan 

setelah model selesai dibangun dan diterapkan pada seluruh record, sehingga setiap prediksi dapat dianalisis 

berdasarkan keluaran numerik maupun kategorikal. Tahapan ini memberikan gambaran mengenai seberapa 

baik model dalam mengklasifikasikan kelas CKD dan non-CKD, terutama ketika distribusi kelas memiliki 

variasi tertentu. Hasil proses evaluasi tersebut ditampilkan secara lengkap seperti terlihat pada Gambar 3. 

 

Gambar 3. Hasil Proses Model Naïve Bayes 

Secara keseluruhan, model Naïve Bayes menunjukkan performa yang tinggi dengan akurasi sebesar 94.40%. 

Meskipun demikian, terdapat perbedaan yang cukup mencolok antara recall untuk kelas CKD dan non-CKD. 

Nilai recall untuk kelas CKD hanya mencapai 88.33%, lebih rendah dibandingkan dengan recall kelas non-

CKD sebesar 97.81%. Perbedaan ini dapat dijelaskan melalui dua faktor utama. 

Pertama, jumlah kasus CKD dalam dataset sedikit lebih rendah dibandingkan kasus non-CKD, sehingga 

distribusi kelas tidak sepenuhnya seimbang. Kondisi ini membuat model lebih mudah mempelajari pola pada 

kelas non-CKD. Kedua, beberapa atribut klinis menunjukkan nilai yang tumpang tindih (overlap) antara 

pasien CKD dan non-CKD, terutama pada kasus borderline. Misalnya, rentang nilai kreatinin serum, 

albumin, dan urea darah tidak sepenuhnya terpisah antar kelas, sehingga sebagian pasien CKD dengan nilai 

masih mendekati normal lebih sulit dikenali oleh model. 

Berdasarkan tinjauan literatur dan hasil analisis distribusi dataset penelitian ini, terdapat beberapa atribut 

klinis yang memiliki pengaruh kuat terhadap prediksi CKD. Atribut dengan kontribusi paling besar antara 

lain kreatinin serum, urea darah, albumin serum, hemoglobin, dan tekanan darah, yang secara medis 

merupakan indikator utama fungsi ginjal dan kondisi metabolik tubuh. Pola yang ditemukan dalam dataset 

Jayapura juga konsisten dengan bukti klinis, di mana peningkatan kreatinin dan urea darah serta penurunan 

albumin dan hemoglobin merupakan penanda kuat terjadinya gangguan fungsi ginjal. Hubungan antara pola 

perubahan nilai tersebut dengan kondisi fungsi ginjal telah dibuktikan melalui berbagai penelitian klinis yang 

mengkaji mekanisme progresivitas penyakit. 

Selain itu, model dengan akurasi 94.40% yang diperoleh dalam penelitian ini menunjukkan performa yang 

sejalan dengan berbagai studi terdahulu. Penelitian sebelumnya melaporkan akurasi Naïve Bayes pada 

prediksi CKD berada pada rentang 90% hingga 99%, baik pada dataset UCI maupun dataset klinis. Dengan 
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demikian, hasil penelitian ini menguatkan temuan bahwa Naïve Bayes merupakan algoritma yang stabil, 

efisien, dan efektif untuk diagnosis awal CKD, terutama pada dataset dengan kombinasi fitur numerik dan 

kategorikal. Meskipun penelitian ini tidak membandingkan dengan model lain secara langsung, hasil yang 

dicapai dapat dianggap valid sebagai baseline dan selaras dengan performa metode serupa dalam riset-riset 

sebelumnya. Pendekatan ini memberikan dasar analitis yang kuat dalam menilai efektivitas model berbasis 

probabilistic learning pada kasus medis serupa. Hasil tersebut dapat diamati melalui visualisasi evaluasi 

model seperti ditunjukkan pada Gambar 4. 

 

Gambar 4. Description 

Gambar 4 menunjukkan hasil evaluasi model machine learning yang ditampilkan dalam bentuk 

PerformanceVector. Nilai utama yang ditampilkan adalah accuracy sebesar 94.40%, yang berarti model 

mampu membuat prediksi yang benar sebanyak 94,40% dari seluruh data uji. Di bawahnya terdapat 

Confusion Matrix, yaitu tabel yang menggambarkan jumlah prediksi benar dan salah untuk masing-masing 

kelas. Pada baris “0”, terlihat bahwa model memprediksi kelas 0 dengan benar sebanyak 313 kali, namun 

salah memprediksi kelas 0 sebagai kelas 1 sebanyak 21 kali. Sementara itu, pada baris “1”, model berhasil 

memprediksi kelas 1 dengan benar sebanyak 159 kali, dan salah memprediksi kelas 1 sebagai kelas 0 

sebanyak 7 kali. Secara keseluruhan, matriks ini memberikan gambaran jelas bahwa model memiliki 

performa yang sangat baik, dengan jumlah prediksi benar yang dominan pada kedua kelas, serta kesalahan 

prediksi yang relatif kecil. 

4.6. Deployment 

Model Naive Bayes yang dihasilkan memiliki beberapa potensi penerapan yang sangat relevan dalam konteks 

layanan kesehatan. Dengan performanya yang tinggi dan proses komputasi yang ringan, model ini dapat 

digunakan sebagai bagian dari sistem pendukung keputusan klinis untuk memberikan prediksi cepat terhadap 

kemungkinan terjadinya penyakit ginjal kronis (CKD). Kemampuan prediksi ini juga menjadikannya efektif 

sebagai alat screening awal bagi pasien sebelum menjalani pemeriksaan diagnostik yang lebih mendalam, 

sehingga tenaga medis dapat mengidentifikasi pasien berisiko lebih awal. Selain itu, model ini berpotensi 

untuk diintegrasikan ke dalam aplikasi monitoring kesehatan, memungkinkan pengguna atau tenaga 

kesehatan melakukan pemantauan kondisi ginjal secara berkala. Dalam skenario yang lebih lanjut, model 

dapat digunakan untuk prediksi secara real-time berdasarkan parameter klinis yang diinput oleh pasien atau 

perangkat medis. Karena algoritma Naive Bayes bekerja dengan kompleksitas komputasi yang rendah, 

implementasi model ini sangat cocok untuk berbagai platform, mulai dari aplikasi desktop hingga aplikasi 

berbasis web, tanpa membutuhkan sumber daya pemrosesan yang besar. 

5. DISKUSI 

Temuan penelitian menunjukkan bahwa metode demonstrasi mampu meningkatkan kemampuan praktik 

wudhu anak secara konsisten, sejalan dengan penjelasan dalam [3] mengenai efektivitas pembelajaran 

berbasis pengamatan langsung. Peningkatan skor pada setiap pertemuan menunjukkan bahwa stimulus visual 

dan praktik terstruktur memberikan pemahaman yang lebih konkret bagi anak usia dini. Pola respons ini juga 

memperkuat laporan dalam [7] yang menyoroti peran aktivitas hands-on dalam mempercepat perkembangan 

keterampilan motorik halus. Hasil tersebut menunjukkan bahwa penyajian langkah-langkah wudhu secara 

terarah memberikan kejelasan prosedural yang mudah dipahami anak. 

Perbandingan dengan penelitian sebelumnya menunjukkan bahwa metode demonstrasi memiliki stabilitas 

hasil yang serupa dengan temuan dalam [5], khususnya dalam konteks pembelajaran ibadah yang 

membutuhkan urutan sistematis. Meskipun demikian, terdapat beberapa anak yang membutuhkan waktu 

lebih lama untuk meniru gerakan wudhu, suatu kondisi yang berbeda dari gambaran peningkatan cepat yang 
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dilaporkan dalam [8]. Variasi ini mengindikasikan bahwa kesiapan perkembangan anak menjadi faktor 

penting dalam efektivitas metode demonstrasi. Temuan tersebut juga menunjukkan bahwa karakteristik 

individu dapat menghasilkan kecepatan perkembangan yang tidak selalu seragam. 

Beberapa fenomena menarik muncul pada tahap awal pembelajaran, terutama ketika anak menunjukkan 

kebingungan terhadap urutan gerakan, selaras dengan catatan dalam [10] mengenai tantangan memori 

prosedural pada usia dini. Ketidakkonsistenan ini memperlihatkan bahwa proses internalisasi langkah wudhu 

membutuhkan pengulangan yang lebih intensif. Selain itu, ketertarikan anak terhadap aktivitas air 

memperkuat temuan dalam [12] mengenai pengaruh stimulus sensorik terhadap peningkatan fokus belajar. 

Respons tersebut menunjukkan bahwa elemen sensorik berperan dalam memperkuat pemahaman anak 

terhadap aktivitas ritual. 

Implikasi teoretis penelitian ini memperluas pemahaman tentang bagaimana metode demonstrasi mendukung 

pembelajaran prosedural melalui integrasi pengamatan dan praktik. Dari sisi praktis, metode ini dapat 

digunakan sebagai alternatif pembelajaran ibadah yang efektif bagi guru PAUD dalam memperkenalkan 

tahapan wudhu secara sistematis. Penelitian ini juga memberikan gambaran bahwa pembelajaran ritual 

melalui demonstrasi mampu menciptakan suasana pembelajaran yang lebih aktif dan mudah diikuti oleh 

anak. Meskipun begitu, penelitian ini memiliki keterbatasan pada jumlah subjek dan variasi konteks 

pembelajaran sehingga interpretasi hasil perlu disesuaikan dengan cakupan penelitian yang terbatas. 

6. KESIMPULAN DAN SARAN 

6.1. Kesimpulan 

Penelitian ini berhasil membangun model prediksi penyakit ginjal kronis (CKD) menggunakan algoritma 

Naïve Bayes dengan memanfaatkan dataset klinis yang telah melalui proses pembersihan sebelumnya. Model 

menunjukkan performa yang sangat baik, dengan akurasi sebesar 94.40%, precision CKD sebesar 95.78%, 

dan recall CKD sebesar 88.33%. Hal ini membuktikan bahwa Naïve Bayes mampu mengklasifikasikan pasien 

CKD maupun non-CKD dengan tingkat ketepatan yang tinggi, terutama dalam mengenali pasien sehat, 

meskipun masih memiliki keterbatasan dalam mendeteksi beberapa kasus CKD pada kondisi borderline. 

Temuan ini memberikan gambaran mengenai perilaku model ketika berhadapan dengan variasi karakteristik 

pasien pada kondisi klinis nyata. 

Kontribusi utama penelitian ini terletak pada pemanfaatan data klinis nyata dari Kota Jayapura, sehingga 

model yang dikembangkan benar-benar mencerminkan karakteristik kesehatan masyarakat Papua. Sebagian 

besar studi sebelumnya menggunakan dataset dari luar Papua, sehingga penelitian ini memberikan nilai 

tambah yang signifikan bagi literatur dan praktik kesehatan lokal. Hasil penelitian ini juga menjadi landasan 

awal bagi pengembangan sistem deteksi dini CKD yang lebih relevan dan adaptif bagi layanan kesehatan di 

Jayapura serta wilayah Indonesia Timur. Aspek ini menunjukkan bahwa pemanfaatan data lokal berpotensi 

meningkatkan kecocokan model terhadap kebutuhan pelayanan kesehatan berbasis wilayah. 

6.2. Saran 

Untuk meningkatkan generalisasi dan keandalan model, penelitian selanjutnya disarankan menggunakan 

dataset yang lebih besar dan lebih bervariasi, khususnya untuk menangani kasus CKD borderline. Selain itu, 

validasi klinis langsung perlu dilakukan melalui kolaborasi dengan tenaga medis di fasilitas kesehatan 

Jayapura, sehingga model dapat diuji dengan data real-time dan dievaluasi berdasarkan diagnosis aktual. 

Pendekatan ini penting agar model benar-benar siap diterapkan dalam konteks klinis di lapangan. 

Pengembangan lanjutan juga dapat mengeksplorasi algoritma machine learning lain atau pendekatan 

ensemble guna meningkatkan performa di atas Naïve Bayes. Integrasi model ke dalam aplikasi klinis maupun 

sistem informasi kesehatan daerah juga direkomendasikan, sehingga dapat dimanfaatkan sebagai alat 

screening awal yang cepat, ringan, dan efektif untuk membantu pengambilan keputusan medis dan 

pemantauan kondisi pasien. 
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