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Abstrak  

Klasifikasi kualitas biji kopi merupakan langkah penting dalam menjaga mutu dan konsistensi produk kopi, 

terutama di sektor industri dan agribisnis. Penilaian kualitas secara manual seringkali bersifat subjektif, 

sehingga dibutuhkan pendekatan berbasis teknologi untuk memberikan hasil yang lebih objektif. Penelitian 

ini mengusulkan penggunaan arsitektur Convolutional Neural Network (CNN) ResNet50 untuk 

mengklasifikasikan citra biji kopi berdasarkan tingkat sangraian, yaitu Dark, Medium, Light, dan Green. 

Dataset yang digunakan terdiri dari 1.600 citra biji kopi, dibagi menjadi data pelatihan (1.200 gambar) dan 

validasi (400 gambar). Model dikembangkan dengan memanfaatkan bobot pralatih ResNet50 dari ImageNet 

dengan seluruh layer dasar dibekukan, dan ditambahkan lapisan GlobalAveragePooling2D, Dense, 

BatchNormalization, Dropout, serta output layer softmax. Pelatihan dilakukan tanpa preprocessing atau 

augmentasi data.  Hasil penelitian menunjukkan bahwa model mampu mencapai akurasi sebesar 99%, 

dengan precision, recall, dan f1-score yang tinggi dan seimbang pada seluruh kelas. Model kemudian 
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Classification of coffee bean quality is a crucial step in 

maintaining the consistency and standard of coffee products, 

particularly in the industrial and agribusiness sectors. Manual 

quality assessment was often subjective, highlighting the need 

for a technology-based approach to provide more objective 

results. This study proposed using the ResNet50 Convolutional 

Neural Network (CNN) architecture to classify coffee bean 

images into Dark, Medium, Light, and Green roasting levels. 

The dataset consists of 1,600 coffee bean images, split into 

training (1,200) and validation (400) sets. The model was 

developed using pretrained ResNet50 weights from ImageNet, 

with all base layers frozen. Additional layers, including 

GlobalAveragePooling2D, Dense, BatchNormalization, 

Dropout, and a softmax output layer, were added. Training was 

conducted without any preprocessing or data augmentation. 

The study found that the model achieved 99% accuracy, with 

high and balanced precision, recall, and F1 Scores across all 

classes. The model was then implemented in a web-based 

application using Streamlit, allowing users to upload coffee 

bean images and receive classification results automatically. 

These findings demonstrated that the ResNet50 approach was 

practical in supporting intelligent coffee bean quality 

assessment and has the potential to be further developed for 

industrial applications. 
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diimplementasikan dalam aplikasi berbasis web menggunakan Streamlit yang memungkinkan pengguna 

mengunggah citra biji kopi dan memperoleh hasil klasifikasi secara otomatis. Temuan ini menunjukkan 

bahwa pendekatan ResNet50 efektif untuk mendukung proses penilaian kualitas biji kopi secara cerdas, serta 

dapat dikembangkan lebih lanjut untuk penerapan di industri. 

Kata Kunci: Klasifikasi Biji Kopi, Convolutional Neural Network, ResNet50, Deep Learning, Streamlit. 

1. PENDAHULUAN 

Kata 'kopi' kemungkinan berasal dari Kerajaan Kaffa yang dahulu (sekarang bagian dari Ethiopia), dimana 

kopi (Coffea sp.) pertama kali dibudidayakan sekitar abad kelima hingga kedelapan. merupakan salah satu 

komoditas perkebunan penting yang memiliki nilai ekonomi tinggi dan sejarah panjang sejak pertama kali 

dibudidayakan di wilayah Ethiopia pada abad ke-5 hingga ke-8 [1]. Dari asalnya yang legendaris di dataran 

tinggi Ethiopia, kopi menyebar ke dunia Arab melalui Mesir dan Yaman, hingga akhirnya diperkenalkan ke 

Eropa melalui jalur perdagangan Venesia. Spesies Coffea arabica dan Coffea canephora (robusta) menjadi 

varietas komersial utama yang mendominasi pasar global, sedangkan spesies lain seperti Coffea liberica dan 

Coffea eugenioides lebih banyak digunakan untuk pemuliaan karena ketahanannya terhadap kekeringan dan 

hama [1]. 

Di Indonesia, kopi memiliki peranan penting baik secara sosial maupun ekonomi. Budidaya kopi pertama 

kali diperkenalkan oleh Belanda pada abad ke-17, dan hingga kini Indonesia dikenal sebagai salah satu 

produsen kopi terbesar di dunia [2]. Kopi tidak hanya menjadi komoditas ekspor unggulan, tetapi juga telah 

menjadi bagian dari budaya masyarakat. Tren konsumsi kopi di Indonesia terus meningkat, tidak lagi terbatas 

pada kelompok usia tertentu, melainkan dinikmati oleh berbagai kalangan tanpa memandang gender maupun 

usia [3]. Data dari International Coffee Organization (ICO) menunjukkan bahwa konsumsi kopi nasional 

tumbuh rata-rata 8% per tahun dalam satu dekade terakhir, seiring meningkatnya popularitas kedai kopi 

modern dan variasi produk olahan berbasis kopi [2]. 

Dalam konteks pengolahan, penyangraian (roasting) merupakan tahapan krusial yang sangat memengaruhi 

kualitas kopi [4]. Proses ini menyebabkan perubahan fisik dan kimia pada biji kopi yang menentukan cita 

rasa, aroma, dan warna [5]. Warna biji kopi, yang biasanya diukur menggunakan skala Agtron atau sistem 

warna tristimulus C.I.E., menjadi indikator penting dalam menentukan tingkat sangrai. Perubahan warna 

coklat akibat reaksi pencoklatan menandakan perkembangan aroma dan cita rasa khas kopi [6]. Namun, 

metode penilaian mutu kopi secara manual masih memiliki kelemahan, karena bersifat subjektif dan 

dipengaruhi oleh pengalaman penilai, sehingga hasilnya kurang konsisten. 

ResNet50 merupakan salah satu jenis jaringan saraf konvolusional (CNN) yang sering digunakan dalam 

berbagai aplikasi pengolahan citra digital. Jaringan ini terdiri atas 50 lapisan dan termasuk dalam arsitektur 

Residual Networks (ResNet), yang dikenal sebagai model jaringan klasik dalam bidang visi komputer [7]. 

ResNet50 memiliki keunggulan dibandingkan VGG karena arsitekturnya yang jauh lebih dalam mampu 

menangkap fitur hierarkis yang lebih kompleks pada citra. Jaringan ini menggunakan skip connection untuk 

mengatasi masalah vanishing gradient dan desain bottleneck 1×1 yang membuat pelatihan lebih efisien dan 

stabil [8]. 

Klasifikasi manual biji kopi memiliki keterbatasan seperti subjektivitas dan inkonsistensi. Pemanfaatan deep 

learning dan computer vision memungkinkan ekstraksi fitur penting dari citra biji kopi sangrai, seperti warna, 

tekstur, dan tingkat kecerahan, untuk membedakan kelas light, medium, dan dark roast. Citra melalui pra-

pemrosesan seperti normalisasi, pengurangan noise, dan augmentasi untuk membentuk dataset yang 

representatif. Berdasarkan uraian tersebut, dapat diidentifikasi adanya kesenjangan penelitian, yaitu 

terbatasnya pemanfaatan model CNN khususnya ResNet50 dalam klasifikasi kualitas biji kopi, padahal 

teknologi ini berpotensi meningkatkan objektivitas penilaian mutu.  

Berdasarkan hal tersebut, rumusan masalah penelitian ini adalah bagaimana cara mengklasifikasikan citra 

biji kopi menggunakan model ResNet50 CNN. Penelitian ini memiliki beberapa batasan, antara lain: dataset 

hanya mencakup empat jenis kematangan biji kopi; hanya menggunakan CNN tanpa membandingkan metode 

lain; dan hanya menggunakan model ResNet50. Tujuan penelitian ini adalah mengklasifikasikan citra biji 

kopi menggunakan ResNet50 CNN. Manfaat yang diharapkan meliputi mendorong inovasi teknologi 

pengolahan kopi, menjadi referensi untuk penelitian citra digital di produk agrikultur lain, dan meningkatkan 

efisiensi serta konsistensi penilaian kualitas biji kopi. 
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2. TINJAUAN PUSTAKA 

Penelitian mengenai klasifikasi mutu biji kopi berbasis pengolahan citra dan deep learning telah banyak 

dilakukan untuk meningkatkan akurasi penentuan tingkat sangrai maupun kualitas biji. Menurut [9], 

penggunaan Convolutional Neural Network (CNN) mampu mengidentifikasi tingkat kematangan biji kopi 

selama proses sangrai secara lebih akurat dibandingkan pengamatan manual. Model CNN yang 

diimplementasikan dalam aplikasi Android dengan ekstraksi fitur warna RGB tersebut berhasil mencapai 

akurasi pengujian sebesar 85,83%, menunjukkan potensi CNN dalam mendeteksi tingkat sangrai secara real-

time. Temuan serupa dijelaskan oleh [10], yang mengembangkan aplikasi mobile “Cafeon” untuk membantu 

pelaku UMKM kopi dalam mengklasifikasikan kualitas biji kopi sesuai standar SNI. Dengan menggunakan 

arsitektur ResNet-152, penelitian tersebut menunjukkan bahwa pendekatan deep learning dapat membantu 

otomasi penilaian kualitas biji kopi pada skala industri kecil. Proses sangrai diketahui mempengaruhi warna, 

aroma, dan cita rasa kopi melalui reaksi Maillard dan karamelisasi [6], sehingga analisis berbasis citra 

menjadi penting untuk menjaga konsistensi mutu produk. 

Studi [11] memperluas penerapan CNN dengan membandingkan arsitektur MobileNetV2 dan VGG19 pada 

dataset citra biji kopi dari Kaggle. Hasil menunjukkan bahwa MobileNetV2 menghasilkan akurasi 94,79% 

dengan nilai precision 0,89 dan recall 0,91, menandakan kinerja optimal untuk implementasi aplikasi 

berbasis mobile. Sementara itu, penelitian [12], [13] fokus pada pengembangan sistem inspeksi kualitas biji 

kopi menggunakan Deep CNN dengan teknik knowledge distillation untuk mengoptimalkan performa pada 

perangkat terbatas. Model ResNet-18 yang dikompresi menjadi versi ringan menunjukkan akurasi hingga 

91% dengan penggunaan memori jauh lebih rendah, serta dilengkapi fitur explainability melalui LIME untuk 

meningkatkan transparansi hasil klasifikasi. Kedua penelitian tersebut menegaskan bahwa deep learning 

tidak hanya meningkatkan akurasi tetapi juga efisiensi dan interpretabilitas sistem klasifikasi mutu kopi. 

Penelitian pada [14], [15] menyoroti efektivitas CNN dalam mengenali pola visual kompleks tanpa perlu 

ekstraksi fitur manual, menjadikannya sangat relevan untuk klasifikasi citra biji kopi. Arsitektur ResNet50 

dalam [7] terbukti mampu memperbaiki degradasi kinerja pada jaringan yang dalam melalui residual blocks, 

sehingga meningkatkan stabilitas pelatihan dan efisiensi proses transfer learning. Pendekatan Adam 

optimizer yang digunakan dalam penelitian [16], [17] juga terbukti meningkatkan konvergensi model serta 

mengurangi risiko overfitting pada dataset besar. Selain itu, penelitian [18] menjelaskan bagaimana lapisan 

konvolusi berperan penting dalam mengekstraksi pola visual seperti tekstur dan bentuk biji, sedangkan [19], 

[20] menunjukkan bahwa kombinasi fungsi aktivasi ReLU dan SoftMax memberikan hasil klasifikasi yang 

lebih akurat dalam konteks multi-kelas. 

Lebih lanjut, penelitian [21] menekankan peran feature extraction pada model deep learning dengan 

memanfaatkan pretrained network seperti ResNet50 untuk meningkatkan efisiensi pelatihan pada dataset 

terbatas. Global Average Pooling (GAP) sebagaimana dijelaskan dalam [22] juga digunakan untuk 

mengurangi jumlah parameter model, mempercepat pelatihan, dan mempertahankan informasi semantik 

global dari citra kopi sangrai. Teknik regularisasi Dropout yang dikaji pada [23] terbukti efektif dalam 

mengurangi overfitting serta menjaga stabilitas prediksi. Melalui kombinasi teknik ini, sistem klasifikasi citra 

biji kopi menjadi lebih efisien, akurat, dan stabil untuk diimplementasikan pada perangkat berbasis deep 

learning modern. 

Dalam konteks pengembangan sistem berbasis deep learning untuk industri pangan, penelitian pada [24] 

membahas penerapan ResNet50 CNN dalam klasifikasi mutu biji kopi dengan akurasi hingga 99%, 

menunjukkan efektivitas transfer learning pada domain visual industri. Studi [25] menunjukkan bahwa 

pendekatan Naïve Bayes dan CNN dapat diadaptasi dalam sistem klasifikasi berbasis citra dengan hasil yang 

kompetitif pada dataset nyata. Sementara itu, penelitian [26] mengeksplorasi penerapan machine learning 

berbasis CNN dalam menganalisis data visual untuk prediksi mutu produk secara otomatis. Ketiga penelitian 

tersebut menegaskan pentingnya integrasi metode deep learning dalam sistem klasifikasi berbasis citra yang 

efisien dan kontekstual bagi industri, termasuk pada bidang pengolahan dan penilaian mutu biji kopi. 

3. METODOLOGI PENELITIAN 

3.1. Metode Penelitian 

Penelitian ini bertujuan mengembangkan sistem klasifikasi tingkat sangrai biji kopi menggunakan deep 
learning dengan arsitektur ResNet50. Proses penelitian dilakukan melalui lima tahapan utama, yaitu 
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pengumpulan dataset, pembagian dataset, pelatihan model, evaluasi kinerja, dan implementasi sistem 
berbasis web. Dataset digunakan untuk melatih dan menguji model agar mampu mengenali empat kelas 
tingkat sangrai dengan baik. Alur tahapan tersebut ditunjukkan pada Gambar 1 yang memperlihatkan urutan 
proses dari pengunduhan data hingga implementasi sistem klasifikasi otomatis. 

 

Gambar 1. Alur Metode Penelitian 

3.2. Rancangan Data 

Rancangan data dalam penelitian ini disusun secara sistematis untuk memastikan seluruh proses pelatihan 

dan evaluasi model klasifikasi citra biji kopi dapat berjalan secara optimal. Dataset yang digunakan [27], [28] 

terdiri dari 1.600 citra biji kopi sangrai yang telah diklasifikasikan ke dalam empat kelas berdasarkan tingkat 

pemanggangan: Dark, Medium, Light, dan Green, masing-masing berjumlah 400 gambar. Pemilihan gambar 

dilakukan secara hati-hati dari sumber terbuka, dengan memperhatikan kualitas visual yang baik, termasuk 

pencahayaan, ketajaman, fokus pada objek utama, serta kesesuaian citra dengan kelas yang ditentukan. 

Karakteristik visual seperti warna, tekstur, dan pola permukaan biji kopi menjadi elemen penting yang 

memungkinkan model dapat mempelajari pola-pola visual secara efektif dan membedakan tingkat 

pemanggangan dengan akurat. 

Setelah pemilihan data, dataset dibagi menjadi dua subset utama, yaitu data pelatihan (1.200 gambar, 75%) 

dan data validasi (400 gambar, 25%), menggunakan metode stratified split [29] untuk menjaga proporsi kelas 

tetap seimbang. Pembagian ini memastikan setiap kelas memiliki representasi yang merata, dengan masing-

masing kelas memiliki 300 gambar untuk pelatihan dan 100 gambar untuk validasi. Pendekatan ini sangat 

penting untuk mencegah ketidakseimbangan kelas (class imbalance), di mana jumlah data yang tidak 

seimbang dapat menyebabkan model memprioritaskan pembelajaran pada kelas dominan dan mengabaikan 

kelas lainnya. Dengan distribusi yang proporsional, model memiliki kesempatan belajar yang adil untuk 

semua kelas, sehingga diharapkan meningkatkan akurasi dan kemampuan generalisasi terhadap data baru. 

Tabel 1 merangkum distribusi dataset untuk masing-masing kelas, menampilkan jumlah data pelatihan dan 

validasi secara jelas. Informasi ini memberikan gambaran tentang proporsi data yang digunakan dalam tiap 

tahap, memudahkan analisis performa model, dan memastikan bahwa setiap kelas biji kopi memperoleh 

representasi yang cukup dalam proses pelatihan. Struktur data yang terencana dengan baik juga membantu 

dalam proses validasi model agar hasil pengujian lebih terukur dan konsisten. Dengan rancangan data yang 

terstruktur, proporsional, dan seimbang, penelitian ini menyediakan dasar yang kuat bagi pengembangan 

sistem klasifikasi citra berbasis deep learning yang andal. 

Tabel 1. Tabel Dataset 
No Kelas Training Validasi Total 

1 Dark 300 100 400 

2 Medium 300 100 400 

3 Light 300 100 400 

4 Green 300 100 400 
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Secara keseluruhan, perancangan dataset yang matang menjadi langkah awal yang krusial dalam membangun 

model klasifikasi. Pendekatan ini tidak hanya meningkatkan efektivitas pelatihan, tetapi juga menjamin 

bahwa model dapat mengenali karakteristik visual tiap kelas biji kopi secara objektif. Dengan demikian, 

sistem yang dikembangkan diharapkan mampu memberikan hasil klasifikasi yang akurat, adil, dan memiliki 

kemampuan generalisasi yang tinggi terhadap citra biji kopi baru di dunia nyata. Proses ini juga menjadi 

fondasi yang mendukung keberhasilan tahap pelatihan model secara menyeluruh. 

3.3. Bahan dan Peralatan 

Penelitian ini menggunakan berbagai bahan dan peralatan yang mendukung seluruh tahapan, mulai dari 

pengumpulan data hingga evaluasi model klasifikasi citra biji kopi. Kebutuhan fungsional meliputi perangkat 

lunak dan platform pengembangan seperti Python, TensorFlow 2.0, Google Colaboratory, dan Visual Studio 

Code untuk membangun sistem, melatih model, dan memvisualisasikan hasil, sedangkan kebutuhan Non 

fungsional mencakup perangkat keras seperti laptop Acer Aspire A314-22 dengan prosesor AMD Ryzen 3 

3250U 2.60 GHz, memori 12 GB, sistem operasi Windows 11, serta koneksi internet dan penyimpanan cloud 

untuk kelancaran proses. Kombinasi ini memastikan penelitian dapat berjalan secara efisien, fleksibel, dan 

bebas kendala teknis, serta mendukung mobilitas kerja dan kolaborasi dengan tim atau pembimbing. 

3.4. Tahapan Penelitian 

Pelaksanaan penelitian ini dilakukan secara terstruktur untuk mengembangkan sistem klasifikasi citra biji 
kopi berbasis deep learning menggunakan arsitektur ResNet50. Dataset yang digunakan terdiri dari citra biji 
kopi sangrai yang dibagi ke dalam empat kelas: Green, Light, Medium, dan Dark, dengan kualitas visual yang 
diperiksa untuk memastikan konsistensi pencahayaan, fokus, dan representasi setiap kelas. Data kemudian 
dibagi menjadi 75% untuk pelatihan dan 25% untuk validasi agar model dapat belajar pola visual dari 
berbagai kelas secara seimbang. Pada tahap perancangan model, ResNet50 digunakan sebagai base model 
dengan lapisan awal yang tetap dan lapisan akhir yang disesuaikan agar mampu melakukan klasifikasi sesuai 
jumlah kelas penelitian. 

Tahap berikutnya meliputi pelatihan model menggunakan data pelatihan di platform Google Colab, dengan 
penyesuaian parameter seperti epoch, batch size, dan learning rate untuk mencegah overfitting atau 
underfitting. Evaluasi dilakukan menggunakan data validasi dengan metrik akurasi, loss, precision, dan 
confusion matrix untuk menilai kemampuan model mengenali citra yang belum pernah dilihat. Hasil 
pelatihan dan evaluasi kemudian didokumentasikan melalui grafik dan interpretasi hasil, sehingga 
keseluruhan tahapan penelitian mulai dari pengumpulan data, desain model, pelatihan, hingga evaluasi dapat 
menghasilkan sistem klasifikasi citra biji kopi yang andal, akurat, dan dapat diterapkan dalam industri kopi, 
khususnya pada quality control. 

3.4.1. Perancangan Model 

Setelah data citra biji kopi dibagi menjadi data pelatihan dan pengujian, model dilatih dari awal (training 

from scratch) menggunakan optimizer Adam, yang dipilih karena kemampuannya mempercepat proses 

pembelajaran sekaligus menjaga kestabilan saat pembaruan bobot. Tujuan dari pelatihan ini adalah agar 

model mampu mengenali dan mengklasifikasikan berbagai tipe citra biji kopi secara akurat. Setelah proses 

pelatihan selesai, model yang telah terlatih disimpan dalam format file (.h5) untuk digunakan pada tahap 

implementasi. Struktur arsitektur yang digunakan ditunjukkan pada Gambar 2, dengan penjelasan rinci 

mengenai fungsi dan peran tiap lapisan diberikan pada bagian berikutnya. 

 

Gambar 2. Desain Arsitektur 
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Model memanfaatkan ResNet50 sebagai feature extractor dengan seluruh layer dibekukan (freeze) agar bobot 
yang telah dilatih sebelumnya tidak diperbarui selama pelatihan. Output dari ResNet50 diproses melalui 
lapisan GlobalAveragePooling2D untuk meratakan hasil ekstraksi fitur, kemudian dilanjutkan dengan Dense 
256 unit dengan fungsi aktivasi ReLU, BatchNormalization, dan Dropout 0,5 untuk menstabilkan distribusi 
data dan mengurangi risiko overfitting. Lapisan terakhir berupa Dense 4 unit dengan fungsi aktivasi Softmax 
menghasilkan prediksi klasifikasi ke dalam empat kelas biji kopi: Dark, Medium, Light, dan Green. Dengan 
susunan lapisan ini, arsitektur dirancang untuk mengoptimalkan performa model dalam mengenali dan 
membedakan tingkat sangrai biji kopi secara otomatis, sehingga siap diterapkan pada data nyata maupun 
sistem klasifikasi otomatis. 

Dalam proses pelatihan, learning rate sebesar 0.00001 diterapkan untuk menjaga kestabilan pembelajaran 
dan mencegah lonjakan bobot yang berlebihan. Kombinasi antara optimizer Adam dan learning rate kecil ini 
memungkinkan model untuk belajar secara efisien, akurat, serta lebih general terhadap data baru yang belum 
pernah dilihat sebelumnya. Setiap tahapan pelatihan difokuskan untuk meningkatkan kemampuan model 
dalam mengenali pola visual dan klasifikasi biji kopi dengan tepat, sehingga hasil akhir dapat diterapkan 
dalam sistem klasifikasi otomatis yang andal. 

3.4.2. Evaluasi  

Berbagai metrik evaluasi seperti akurasi, presisi, dan skor F1 dipertimbangkan untuk perbandingan yang adil 

dari hasil eksperimen [30]. Akurasi didefinisikan sebagai rasio antara jumlah data yang berhasil 

diklasifikasikan dengan benar terhadap total seluruh data yang diuji. Data yang diklasifikasikan dengan benar 

terdiri dari dua jenis, yaitu positif yang tepat dan negatif yang tepat. Nilai positif yang tepat disebut True 

Positive (TP), sedangkan negatif yang tepat disebut True Negative (TN). Sementara itu, False Positive (FP) 

dan False Negative (FN) merepresentasikan data yang diklasifikasikan secara salah sebagai positif maupun 

negatif, seperti yang ditunjukkan pada Persamaan (1). 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦  =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁    
  (1)

 

Presisi merupakan rasio antara jumlah data positif yang benar-benar terdeteksi dengan tepat terhadap total 

data yang diprediksi sebagai positif oleh model. Nilai ini menunjukkan seberapa andal model dalam 

menghindari kesalahan saat memprediksi data positif. True Positive (TP) merepresentasikan jumlah data 

positif yang diprediksi dengan benar. Sedangkan False Positive (FP) menggambarkan jumlah data negatif 

yang keliru diprediksi sebagai positif, sehingga memengaruhi nilai presisi, seperti ditunjukkan pada 

Persamaan (2). 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃 
                                (2)  

 

Recall adalah rasio antara jumlah data positif yang berhasil diklasifikasikan dengan benar terhadap seluruh 

data yang sebenarnya positif. Ukuran ini menunjukkan sejauh mana model mampu menemukan atau 

menangkap semua data positif yang ada. True Positive (TP) merepresentasikan jumlah data positif yang 

diprediksi dengan benar oleh model. Sedangkan False Negative (FN) adalah jumlah data positif yang keliru 

diprediksi sebagai negatif, sehingga menurunkan nilai recall, seperti dijelaskan dalam Persamaan (3). 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁

                                          (3) 

Skor F1 merupakan ukuran yang menggabungkan presisi dan recall ke dalam satu metrik yang seimbang. 

Nilai ini dihitung sebagai rata-rata harmonik dari presisi dan recall, sehingga lebih adil dalam menilai 

performa model saat data tidak seimbang. F1-Score memberikan gambaran seberapa baik model menjaga 

keseimbangan antara kemampuan mendeteksi data positif dengan menghindari prediksi positif yang salah. 

Dengan demikian, skor ini sering digunakan sebagai indikator utama dalam evaluasi model klasifikasi. Skor 

F1 dapat dirumuskan dalam Persamaan (4). 

𝐹1 𝑠𝑐𝑜𝑟𝑒 =  2 𝑋 
𝑝𝑟𝑒𝑐𝑖𝑠𝑜𝑖𝑛. 𝑟𝑒𝑐𝑎𝑙

𝑝𝑟𝑒𝑐𝑖𝑠𝑜𝑖𝑛 + 𝑟𝑒𝑐𝑎𝑙
                   (4)       

 

3.5. Implementasi Sistem 
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Implementasi model klasifikasi biji kopi berbasis ResNet50 dilakukan melalui aplikasi web interaktif yang 

memungkinkan pengguna mengunggah gambar biji kopi dalam format JPG, JPEG, atau PNG. Setelah 

diunggah, citra diproses melalui model deep learning yang telah dilatih, dengan ResNet50 sebagai feature 

extractor dan beberapa layer tambahan untuk mengklasifikasikan ke dalam empat jenis biji kopi. Proses 

klasifikasi berjalan otomatis, menampilkan hasil prediksi beserta tingkat kepercayaan (confidence score) 

secara real-time. Aplikasi ini dibangun menggunakan Streamlit, framework Python open-source yang 

memungkinkan integrasi langsung dengan model deep learning tanpa pengaturan backend yang kompleks, 

sehingga pengembangan menjadi lebih efisien. Antarmuka dirancang sederhana dan intuitif, mempermudah 

pengguna dari berbagai kalangan, baik untuk penelitian, edukasi, maupun industri, sekaligus menjadi alat 

edukatif yang mendorong pemanfaatan AI di agribisnis Gambar 3. 

 

Gambar 3. Implementasi Aplikasi 

Selain mempermudah klasifikasi biji kopi, aplikasi ini memiliki potensi pengembangan lebih lanjut, seperti 

penambahan kategori tingkat sangrai yang lebih detail atau identifikasi biji kopi dengan cacat visual. Dengan 

menggabungkan data tambahan dan teknik augmentasi, akurasi model dapat ditingkatkan untuk menghadapi 

variasi citra yang lebih kompleks, sehingga sistem lebih aplikatif dalam quality control industri kopi. Aplikasi 

ini juga dapat menjadi dasar bagi pengembangan sistem klasifikasi cerdas untuk produk pertanian lain, 

mendukung efisiensi, standarisasi, dan adopsi teknologi AI secara lebih luas di sektor agribisnis, serta 

membuka peluang inovasi untuk transformasi digital di bidang pertanian. Pendekatan pengembangan 

berkelanjutan ini memungkinkan sistem terus beradaptasi dengan kebutuhan industri dan kemajuan teknologi 

pengolahan citra. 

4. HASIL DAN PEMBAHASAN 

4.1. Hasil Penelitian 

Penelitian ini berfokus pada pemanfaatan arsitektur deep learning ResNet50 untuk klasifikasi citra biji kopi 

berdasarkan tingkat kualitasnya, yaitu green, light, medium, dan dark. ResNet50 dipilih karena 

kemampuannya menangani masalah vanishing gradient pada jaringan yang sangat dalam melalui residual 

connections, sehingga efektif mengenali pola visual kompleks seperti variasi tekstur dan warna pada biji 

kopi. Beberapa penelitian sebelumnya menggunakan CNN dengan berbagai arsitektur seperti VGG16, 

VGG19, MobileNetV2, ResNet-18, dan ResNet-152. Hasil akurasi yang dicapai berkisar antara 73,3% 

hingga 94,79% tergantung model dan dataset. Sebaliknya, penelitian ini dengan ResNet50 mencapai akurasi 

99% pada klasifikasi tingkat sangrai biji kopi. Hal ini menunjukkan ResNet50 lebih unggul dibandingkan 

arsitektur lain yang telah diteliti sebelumnya. 

Model dilatih langsung menggunakan dataset citra biji kopi tanpa proses augmentasi maupun pra-pemrosesan 

tambahan. Pendekatan ini bertujuan mengevaluasi kemampuan ResNet50 secara murni dalam mempelajari 

informasi visual dari data asli, mencerminkan kondisi nyata di mana citra belum mengalami penyesuaian 

teknis, seperti yang mungkin terjadi dalam implementasi dengan sumber daya terbatas. Proses pelatihan 

melibatkan pembagian dataset sesuai kategori kematangan biji kopi, penyesuaian fully connected layer, serta 

penggunaan fungsi aktivasi dan metode optimisasi standar. Parameter pelatihan seperti epoch, batch size, dan 

learning rate ditetapkan konsisten untuk memastikan kestabilan dan kemampuan model dalam beradaptasi 

terhadap data. Evaluasi performa dilakukan menggunakan akurasi, presisi, recall, dan F1-score, sehingga 

kinerja model dapat dianalisis secara komprehensif, baik secara keseluruhan maupun per kelas. 
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Hasil menunjukkan bahwa ResNet50 mampu memberikan performa sangat baik dengan data asli tanpa 

perlakuan tambahan. Akurasi tinggi serta presisi dan recall yang stabil menunjukkan model dapat 

membedakan antar kelas biji kopi dengan tepat. Temuan ini menegaskan bahwa ResNet50 memiliki kapasitas 

generalisasi yang tinggi dan dapat digunakan secara andal dalam penelitian maupun implementasi industri, 

terutama untuk mempercepat dan menstandarkan penilaian kualitas biji kopi secara otomatis. Dengan 

demikian, dapat disimpulkan bahwa ResNet50 merupakan model yang andal untuk digunakan dalam 

klasifikasi citra biji kopi. 

4.1.1. Training History ResNet50 

Gambar 4 menampilkan visualisasi training history dari model klasifikasi selama 50 epoch, yang terdiri atas 

grafik akurasi dan grafik loss terhadap epoch. Grafik ini menunjukkan performa model pada data pelatihan 

(training) dan validasi (validation) untuk mengevaluasi kemampuan pembelajaran serta generalisasi. Uraian 

didasarkan pada model hasil pelatihan kelima yang dipilih karena memiliki kestabilan terbaik. Model ini 

terbukti konsisten dibanding percobaan sebelumnya. 

 

Gambar 4. Grafik Akurasi dan Loss Model ResNet50 

Pada grafik akurasi, terlihat peningkatan nilai akurasi yang konsisten baik pada data pelatihan maupun 

validasi. Hal ini membuktikan bahwa model mampu mempelajari pola data dengan baik. Menariknya, akurasi 

validasi justru lebih tinggi dibanding akurasi pelatihan pada sebagian besar epoch. Kondisi ini bisa terjadi 

karena data validasi lebih mudah dipelajari atau distribusi kompleksitas dataset yang tidak seimbang. 

Grafik loss menunjukkan penurunan yang stabil pada data pelatihan maupun validasi. Nilai loss validasi juga 

lebih rendah daripada loss pelatihan sepanjang epoch. Pola ini mengindikasikan bahwa model tidak 

mengalami overfitting dan memiliki generalisasi yang baik. Secara keseluruhan, model mencapai akurasi 

tinggi, loss rendah, dan layak digunakan untuk tahap pengujian lebih lanjut. 

4.1.2. Evaluasi Model 

Model ResNet50 berhasil menunjukkan kinerja yang optimal dan stabil selama proses pelatihan dan 

pengujian. Hal ini terlihat dari hasil evaluasi yang konsisten, di mana akurasi antara data pelatihan dan 

validasi tidak menunjukkan perbedaan yang signifikan, sehingga menandakan bahwa model tidak mengalami 

overfitting. Untuk menilai kemampuan model dalam mengenali data yang belum pernah dilihat sebelumnya, 

dilakukan pengujian terhadap data uji. Gambar 5 menunjukkan hasil pengujian model komputer dalam 

mengenali empat jenis biji kopi sangrai, yaitu Dark, Green, Light, dan Medium. 
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Gambar 5. Confusion Matrix Model ResNet5 

Pengujian dilakukan menggunakan 400 gambar uji, masing-masing 100 untuk tiap jenis biji kopi. Dari hasil 

confusion matrix, terlihat bahwa semua gambar Dark dan Green dikenali dengan benar tanpa kesalahan. 

Untuk Light, satu gambar salah diklasifikasikan sebagai Medium, sedangkan pada Medium terdapat dua 

gambar yang salah dikenali sebagai Dark. Kesalahan ini kemungkinan terjadi karena kemiripan warna atau 

tingkat sangrai, namun jumlahnya sangat sedikit sehingga model tetap menunjukkan akurasi tinggi. Secara 

keseluruhan, model ResNet50 terbukti sangat akurat dan andal dalam mengenali keempat jenis biji kopi 

sangrai Gambar 5. Model mampu membedakan tiap jenis dengan baik, hanya dengan sedikit kesalahan. 

Dengan performa ini, model dapat diterapkan untuk penelitian, industri kopi, maupun sistem otomatis yang 

memerlukan pengenalan jenis biji kopi secara cepat dan tepat. 

Lebih jauh, hasil evaluasi kuantitatif ditampilkan pada Tabel 2. Kelas Dark memperoleh nilai Precision 

sebesar 98% dan Recall 100%, menghasilkan F1-score 99%. Kelas Green memiliki performa sempurna 

dengan Precision, Recall, dan F1-score sebesar 100%. Kelas Light mencapai Precision 100% dengan Recall 

99%, menghasilkan F1-score 99%. Adapun kelas Medium memperoleh Precision 99% dan Recall 98%, 

dengan F1-score 98%. Secara keseluruhan, model ResNet50 mencapai akurasi 99% dengan capaian F1-score 

di atas 98% pada semua kelas, model ResNet50 terbukti memiliki kemampuan klasifikasi yang sangat baik, 

seimbang, dan konsisten. 

Tabel 2. Hasil Evaluasi Model 
Class Precision Recal F1-score 

Dark 98 100 99 

Green 100 100 100 

Light 100 99 99 

Medium 99 98 98 

accuracy   99 

 

4.2. Implementasi Aplikasi 

Sebagai tahap akhir, model diintegrasikan dalam aplikasi berbasis Streamlit. Pengguna dapat mengunggah 

gambar biji kopi, dan sistem secara otomatis mengklasifikasikan ke dalam empat kategori: Dark, Green, 

Light, dan Medium. Uji coba Gambar 6 menunjukkan sistem mampu mengklasifikasikan citra biji kopi 

dengan benar, menampilkan hasil klasifikasi beserta tingkat kepercayaan. Antarmuka aplikasi dibuat 
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sederhana dengan dua kolom: sisi kiri menampilkan pratinjau gambar input, sisi kanan menampilkan hasil 

prediksi. 

 

Gambar 6. Hasil Uji Coba Aplikasi Klasifikasi Biji Kopi 

5. DISKUSI 

Hasil penelitian menunjukkan bahwa modifikasi ResNet50 pada bagian fully connected layer berhasil 

meningkatkan akurasi dan stabilitas klasifikasi citra biji kopi. Akurasi yang konsisten antara data pelatihan 

dan validasi membuktikan bahwa model mampu melakukan generalisasi dengan baik serta terbebas dari 

overfitting. Confusion matrix memperlihatkan bahwa kelas Dark dan Green paling mudah dikenali, 

sedangkan kelas Light dan Medium mengalami sedikit tumpang tindih. Hal ini wajar karena perbedaan visual 

antara kedua kelas tersebut lebih halus, terutama pada gradasi warna dan tingkat kilap biji kopi, sebagaimana 

dijelaskan dalam penelitian [9], [19] yang menunjukkan tantangan serupa pada klasifikasi berbasis warna dan 

tekstur. 

Temuan ini memperkuat hasil penelitian [10], [11], [24] yang menunjukkan bahwa arsitektur ResNet mampu 

memberikan akurasi tinggi pada klasifikasi citra dengan kompleksitas visual tinggi. Keberhasilan model juga 

menunjukkan bahwa transfer learning dari bobot pralatih ImageNet memberikan kontribusi besar terhadap 

efisiensi dan stabilitas proses pelatihan. Nilai precision dan recall yang seimbang menunjukkan kemampuan 

ResNet50 dalam mempertahankan performa di setiap kelas, yang konsisten dengan temuan [12], [16] 

mengenai keunggulan residual blocks dalam mencegah degradasi performa jaringan yang dalam. Hasil ini 

menegaskan bahwa pendekatan residual connection dan batch normalization berperan penting dalam 

menjaga konvergensi dan keandalan model selama pelatihan. 

Dari sisi implementasi, hasil penelitian menunjukkan bahwa sistem berbasis web dengan framework 

Streamlit mampu mengintegrasikan model klasifikasi secara efisien untuk digunakan dalam proses quality 

control biji kopi. Implementasi ini sejalan dengan studi [10], [24] yang membahas penerapan machine 

learning dalam aplikasi interaktif berbasis cloud untuk mendukung pengambilan keputusan industri. Respons 

sistem yang cepat dalam memberikan hasil klasifikasi menandakan bahwa model memiliki potensi praktis 

untuk menggantikan inspeksi manual yang subjektif dan memakan waktu. Integrasi teknologi ini juga 

mendukung digitalisasi proses industri kopi, terutama dalam meningkatkan konsistensi dan objektivitas 

penilaian mutu. 
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Secara teoretis, hasil penelitian ini memberikan kontribusi terhadap pemahaman efektivitas arsitektur 

ResNet50 dalam konteks klasifikasi citra dengan perbedaan visual yang halus. Secara praktis, sistem yang 

dihasilkan menunjukkan potensi penerapan langsung dalam sektor agribisnis, khususnya pada standar mutu 

industri kopi yang membutuhkan proses evaluasi visual yang cepat dan konsisten. Namun, penelitian ini 

memiliki keterbatasan karena model dilatih tanpa data augmentation, sehingga sensitif terhadap variasi 

pencahayaan atau noise. Selain itu, penggunaan dataset tunggal dapat membatasi kemampuan model untuk 

menangani variasi kondisi nyata, sehingga diperlukan pengujian lintas dataset untuk memperkuat validitas 

performa model pada berbagai sumber data. 

6. KESIMPULAN DAN SARAN 

6.1. Kesimpulan 

Kopi, yang berasal dari biji tanaman Coffea, memiliki peran penting secara budaya dan ekonomi, terutama 

di Indonesia, sehingga kebutuhan untuk menilai kualitas biji kopi secara objektif dan efisien semakin 

meningkat. Penelitian ini memanfaatkan arsitektur ResNet50 berbasis Convolutional Neural Network (CNN) 

yang mampu mengenali ciri visual seperti warna, tekstur, dan tingkat sangrai pada citra biji kopi, 

menggantikan metode manual yang bersifat subjektif. Dataset diperoleh dari Kaggle dan dibagi menjadi data 

pelatihan dan validasi dengan rasio 75:25, sehingga model dapat belajar dari data representatif serta diuji 

pada data yang belum pernah dikenali sebelumnya untuk mengukur kemampuan generalisasi secara objektif. 

Bagian akhir arsitektur ResNet50 dimodifikasi dengan penambahan lapisan GlobalAveragePooling2D, 

Dense dengan aktivasi ReLU, BatchNormalization, Dropout sebesar 0,5 untuk mengurangi risiko overfitting, 

serta output Dense dengan aktivasi Softmax untuk empat kelas biji kopi: Dark, Green, Light, dan Medium. 

Evaluasi model dilakukan menggunakan matrik Accuracy, Precision, Recall, dan F1-score untuk menilai 

performa secara komprehensif, baik dari aspek ketepatan klasifikasi maupun keseimbangan pengenalan tiap 

kelas. Hasil eksperimen menunjukkan bahwa tanpa melalui tahap pra-pemrosesan atau augmentasi data, 

model berhasil mencapai akurasi, precision, recall, dan F1-score masing-masing sebesar 99%, yang 

mengindikasikan kemampuan model dalam mengenali pola visual secara akurat dan sensitif terhadap semua 

kelas, serta menunjukkan generalisasi yang baik terhadap data baru. Kinerja tinggi ini menunjukkan bahwa 

model mampu mengekstraksi fitur visual penting meskipun tanpa proses peningkatan kualitas citra yang 

kompleks. Temuan ini memperkuat potensi ResNet50 untuk diterapkan dalam sistem otomatis penilaian 

kualitas biji kopi, baik pada konteks industri maupun penelitian lebih lanjut, dengan harapan mempercepat, 

menstandarkan, dan meningkatkan objektivitas proses klasifikasi biji kopi. 

6.2. Saran 

Berdasarkan hasil penelitian ini, terdapat beberapa saran untuk pengembangan lebih lanjut. Pertama, 

meskipun model ResNet50 yang dimodifikasi telah menunjukkan akurasi sangat tinggi tanpa menerapkan 

preprocessing atau augmentasi, disarankan untuk mengeksplorasi pengaruh teknik tersebut terhadap kinerja 

model, terutama dalam menghadapi variasi citra yang lebih kompleks dan beragam di kondisi nyata. Kedua, 

karena penelitian ini hanya menggunakan satu arsitektur CNN, yakni ResNet50, studi komparatif dengan 

arsitektur lain seperti DenseNet atau EfficientNet diperlukan untuk mengetahui apakah terdapat model yang 

lebih ringan namun tetap memberikan performa sebanding atau lebih baik, terutama jika sistem diterapkan 

dalam lingkungan dengan keterbatasan sumber daya komputasi. Ketiga, penelitian selanjutnya dapat 

memperluas skala klasifikasi dengan menambahkan kategori tingkat sangrai biji kopi yang lebih banyak atau 

memperkenalkan kelas cacat visual, seperti biji retak, gosong, atau tidak merata dalam sangraian, sehingga 

model menjadi lebih aplikatif dalam proses quality control yang kompleks. 
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