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Tomatoes are high-value horticultural commodities requiring
accurate ripeness assessment to maintain distribution quality.
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further deployed into a web-based application using Streamlit,
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Abstrak

Tomat merupakan komoditas hortikultura bernilai ekonomi tinggi yang membutuhkan penilaian kematangan
akurat untuk menjaga mutu distribusi. Metode konvensional berbasis pengamatan visual bersifat subjektif,
memerlukan tenaga kerja, dan kurang efisien pada skala besar. Penelitian ini mengembangkan sistem
klasifikasi kematangan tomat menggunakan transfer learning dengan arsitektur ResNet50. Dataset terdiri dari
2.400 citra tomat yang terbagi ke dalam tiga kelas: matang, belum matang, dan tidak layak konsumsi. Model
dilatih dengan fine-tuning pada sepuluh lapisan terakhir menggunakan algoritma Adam (learning rate
0,00001). Hasil evaluasi menunjukkan akurasi validasi rata-rata 98,08% dengan precision, recall, dan F1-
score tinggi di semua kelas. Model kemudian diimplementasikan dalam aplikasi berbasis web menggunakan
Streamlit, yang memungkinkan pengguna mengunggah citra dan memperoleh hasil klasifikasi instan melalui
antarmuka sederhana. Dengan akurasi tinggi dan kemudahan akses, sistem ini berpotensi menjadi solusi
praktis untuk mendukung digitalisasi penyortiran tomat sekaligus memperluas penerapan teknologi
kecerdasan buatan di sektor pertanian modern.

Kata Kunci: Tomat, Kematangan Buah, Transfer Learning, ResNet50.
1. PENDAHULUAN

Indonesia memiliki potensi besar di sektor pertanian, khususnya produksi tomat yang bernilai ekonomi tinggi.
Tanaman ini (Solanum lycopersicon, Linnaeus 1753) berasal dari Andes dan menyebar ke berbagai negara
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sejak kolonisasi Spanyol abad ke-16. Saat ini tomat menjadi komoditas hortikultura utama sekaligus tanaman
model dalam studi genetik, dengan keragaman genetik yang mendorong terciptanya varietas modern [1].
Produksi global pada 2021 mencapai 189 juta ton, menunjukkan signifikansi ekonominya. Namun,
penyortiran dan klasifikasi kualitas tomat berdasarkan ukuran, bentuk, warna, tingkat kematangan, dan cacat
fisik masih menjadi tantangan, terutama karena metode manual cenderung lambat, subjektif, dan tidak
konsisten [2].

Mutu tomat sangat bergantung pada tingkat kematangan saat panen karena menentukan kualitas konsumsi
maupun pengolahan. Kematangan yang tepat memastikan tomat layak dikonsumsi segar maupun diolah, serta
menjadi faktor penting dalam menjaga daya saing di pasar global. Oleh karena itu, klasifikasi berdasarkan
tingkat kematangan diperlukan untuk mendukung distribusi dan menjaga standar mutu produk [3]. Indikator
utama yang digunakan adalah perubahan warna buah, namun metode tradisional melalui pengamatan visual
masih bersifat subjektif, lambat, dan kurang konsisten. Sejumlah penelitian menunjukkan bahwa teknologi
deteksi berbasis mesin mampu meningkatkan akurasi penilaian warna dan kematangan [4], meskipun
pendekatan ini masih memiliki keterbatasan dalam hal fleksibilitas dan adaptasi terhadap kondisi kompleks.

Pemanfaatan Convolutional Neural Network (CNN) untuk klasifikasi tingkat kematangan tomat
menunjukkan hasil yang menjanjikan. Sebuah studi melaporkan bahwa penggunaan optimizer Adam
memberikan akurasi 97% dengan loss 3%, lebih baik dibandingkan RMSprop (92%) dan SGDM (94%).
Penelitian tersebut juga menekankan pentingnya pemilihan optimizer yang tepat untuk meningkatkan
stabilitas pelatihan model, serta merekomendasikan teknik augmentasi data, perluasan dataset, eksplorasi
arsitektur CNN lain seperti ResNet dan VGG, penyesuaian hyperparameter, dan evaluasi dengan matrik
lanjutan seperti Precision, Recall, dan Fl-score [5]. Hasil ini sejalan dengan studi [6] yang
mengimplementasikan deep neural network dalam estimasi kematangan tomat dan berhasil mencapai F1-
score rata-rata 0.91. Penelitian tersebut juga menunjukkan bahwa metode berbasis CNN mampu mengatasi
keterbatasan pengamatan visual dengan menyediakan klasifikasi yang lebih konsisten, serta memiliki potensi
besar untuk diaplikasikan dalam sistem panen otomatis maupun pemantauan kualitas secara real-time,
sehingga memperkuat efektivitas CNN dalam deteksi kematangan secara presisi.

Berdasarkan latar belakang tersebut, penelitian ini bertujuan mengeksplorasi kemampuan pre-trained
ResNet50 dalam klasifikasi kematangan buah tomat. Fokus utama adalah menguji efektivitas transfer
learning dengan teknik fine-tuning pada lapisan akhir dalam meningkatkan kinerja klasifikasi, dengan
memanfaatkan fitur yang telah dipelajari dari dataset besar ImageNet, serta mengevaluasinya menggunakan
confion matrix akurasi, precision, recall, dan FI-score. Proses fine-tuning dilakukan untuk menyesuaikan
bobot model terhadap karakteristik visual tomat yang berbeda dari objek-objek umum dalam I/mageNet.
Pendekatan ini diharapkan mampu mengoptimalkan kemampuan ekstraksi fitur sehingga model dapat
membedakan tingkat kematangan secara lebih akurat. Selain itu, pengujian performa model dilakukan untuk
menilai konsistensi hasil klasifikasi pada berbagai kondisi pencahayaan dan latar belakang gambar.

2. TINJAUAN PUSTAKA

Berbagai penelitian telah mengungkapkan bahwa Convolutional Neural Network (CNN) merupakan
arsitektur deep learning yang memiliki peran penting dalam pengolahan citra digital. Menurut [7], CNN
tersusun atas beberapa lapisan seperti convolution layer, activation layer, pooling layer, dan fully connected
layer yang bekerja secara hierarkis untuk mengenali pola visual. Peneliti [8] menambahkan bahwa proses
pelatihan CNN berlangsung melalui dua tahap, yaitu forward pass untuk menghasilkan prediksi dan
backward pass untuk memperbarui bobot menggunakan algoritma backpropagation, sehingga model mampu
meningkatkan akurasi seiring iterasi. Hasil penelitian lain [9] juga memperlihatkan bahwa penerapan CNN
dalam deteksi penyakit tanaman mampu meningkatkan akurasi hingga 97%, menegaskan efektivitasnya
dalam klasifikasi citra kompleks.

Menurut [10], convolution layer berperan utama dalam mengekstraksi fitur citra dengan menggeser kernel
pada area input untuk menghasilkan feature map, sementara pooling layer berfungsi mengurangi dimensi
data dan mempercepat proses komputasi. Studi [11] menjelaskan bahwa kombinasi antara max pooling dan
average pooling dapat meningkatkan kemampuan generalisasi jaringan, terutama pada dataset dengan variasi
tekstur tinggi. Peneliti [12] lainnya menunjukkan bahwa penggunaan pendekatan /ybrid pooling mampu
menjaga kestabilan performa model tanpa mengorbankan efisiensi parameter. Berdasarkan hasil-hasil
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tersebut, dapat dipahami bahwa desain lapisan konvolusi dan pooling menjadi komponen krusial dalam
meningkatkan efisiensi serta keakuratan CNN pada tugas-tugas pengenalan pola visual.

Dalam penelitian [13], dijelaskan bahwa arsitektur ResNet50 dikembangkan untuk mengatasi permasalahan
degradasi akurasi dan vanishing gradient pada jaringan yang dalam melalui penerapan konsep residual
learning dengan skip connection. Peneliti [14] menunjukkan bahwa penerapan ResNet50 pada deteksi cacat
permukaan baja menghasilkan akurasi hingga 99,4%, sementara [15] menemukan efektivitasnya dalam

mendeteksi COVID-19 melalui citra X-ray. Studi [16] lain juga memperkuat temuan tersebut dengan
menyatakan bahwa penerapan transfer learning berbasis ResNet50 mempercepat pelatihan dan
meningkatkan kinerja model pada dataset terbatas. Hasil-hasil ini menunjukkan bahwa ResNet50 menjadi
salah satu arsitektur paling fleksibel dan efisien dalam berbagai aplikasi pengenalan citra.

Menurut [17], metode transfer learning memungkinkan model memanfaatkan pengetahuan dari pelatihan
sebelumnya untuk menyelesaikan tugas baru dengan data terbatas. Peneliti [18] menambahkan bahwa
pendekatan ini mampu mempercepat pelatihan sekaligus mengurangi risiko generalization error. Studi [19]
menjelaskan bahwa proses fine-tuning dilakukan dengan menyesuaikan lapisan akhir agar sesuai dengan
jumlah kelas baru, sedangkan [20] menegaskan bahwa pengaturan parameter yang tepat dapat meningkatkan
akurasi dan efisiensi pelatihan. Selain itu, hasil penelitian [21] menunjukkan bahwa penerapan Batch
Normalization meningkatkan stabilitas jaringan dan mempercepat konvergensi, sedangkan [22]
membuktikan bahwa penggunaan Dropout secara acak pada neuron dapat mengurangi risiko overfitting.
Temuan ini menunjukkan bahwa strategi optimisasi dan regularisasi merupakan aspek penting dalam
meningkatkan performa CNN.

Peneliti [23] menjelaskan bahwa Fully Connected Layer berfungsi menghubungkan hasil ekstraksi fitur
dengan tahap klasifikasi akhir melalui lapisan neuron yang saling terhubung penuh. Menurut [24], pemilihan
optimizer seperti Stochastic Gradient Descent (SGD), RMSprop, atau Adam berpengaruh besar terhadap
stabilitas dan kecepatan pelatihan jaringan. Hasil penelitian [25] menambahkan bahwa Adam optimizer yang
memanfaatkan adaptasi learning rate dan momentum mampu mempercepat konvergensi hingga 40%
dibandingkan metode konvensional. Dengan berbagai temuan tersebut, dapat dipahami bahwa keberhasilan
implementasi CNN sangat bergantung pada kombinasi arsitektur yang tepat, strategi pelatihan yang efisien,
serta pemilihan algoritma optimisasi yang sesuai dengan karakteristik data.

3. METODOLOGI PENELITIAN
3.1. Metode Penelitian

Penelitian ini bertujuan untuk membangun sistem klasifikasi tingkat kematangan buah tomat menggunakan
pendekatan transfer learning dengan arsitektur ResNet50. Alur penelitian terdiri atas lima tahapan utama,
yaitu: pengumpulan dataset, pembagian dataset, perancangan model, evaluasi performa model, dan
implementasi aplikasi berbasis web. Setiap tahap memiliki peran penting dalam memastikan proses pelatihan
model berlangsung sistematis dan menghasilkan performa yang optimal. Tahapan tersebut ditunjukkan pada
Gambar 1 yang memperlihatkan urutan langkah mulai dari pengumpulan dataset hingga implementasi
aplikasi.

Download : Training ResNet50 : Pengembangan
Spilt Dataset Evaluasi
Dataset P Model Aplikasi
Train Validasi Accuracy Precision
0.9 0.1 Recall F1-Scroce

Gambar 1. Alur Penelitian

Dataset yang digunakan berasal dari Kaggle yang diperoleh dari penelitian [26], dengan jumlah total 2.400
citra tomat yang terbagi ke dalam tiga kelas: Ripe (matang), Unripe (belum matang), dan Reject (tidak layak
konsumsi). Distribusi dataset dijaga seimbang dengan masing-masing 800 citra per kelas. Dataset kemudian
dibagi menjadi 2.160 citra (90%) untuk pelatihan dan 240 citra (10%) untuk validasi [27], dengan proporsi
seimbang di tiap kelas. Untuk memperjelas pembagian dataset, Tabel 1 menyajikan detail distribusi citra pada
masing-masing kelas.
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Tabel 1. Pembagian Dataset

No Kelas Train Val Total
1 Ripe 720 80 800
2 Unripe 720 80 800
3 Reject 720 80 800
Total 2160 240 2400

Selain itu, untuk memberikan gambaran visual dataset, berikut ditampilkan contoh citra dari masing-masing
kelas. Kelas ripe menggambarkan tomat dengan warna merah yang menunjukkan tingkat kematangan
sempurna. Tomat dalam kategori ini biasanya memiliki tekstur yang lembut, warna merah yang merata, dan
sudah siap untuk dikonsumsi atau dijual. Citra dari kelas ini juga digunakan sebagai acuan utama dalam
proses pelatihan model untuk mengenali karakteristik visual tomat matang seperti pada Gambar 2.

Gambar 2. Tomat Ripe sebagai visual tomat yang matang

Kelas unripe menggambarkan tomat yang masih dalam tahap belum matang, dengan ciri khas warna hijau
atau kuning yang belum sepenuhnya berubah menjadi merah. Warna hijau pada permukaan tomat
menunjukkan kandungan klorofil yang masih tinggi dan kadar likopen yang belum terbentuk sempurna. Citra
dari kelas ini penting untuk melatih model agar mampu membedakan tahap kematangan awal dari buah yang
sudah matang. Tomat dalam kategori ini biasanya memiliki tekstur yang lebih keras dan belum siap untuk
dikonsumsi langsung atau dipasarkan seperti pada Gambar 3.

Gambar 3. Tomat Unripe sebagai visual tomat yang belum matang

Kelas reject merepresentasikan tomat yang tidak memenuhi standar kualitas untuk dikonsumsi atau
dipasarkan. Kondisi tersebut dapat disebabkan oleh faktor lingkungan selama pertumbuhan maupun
penanganan pascapanen yang kurang baik. Data dari kelas ini berperan penting dalam membantu model
mengenali karakteristik kerusakan visual pada tomat. Tomat dalam kategori ini biasanya memiliki cacat
seperti warna yang tidak merata, bentuk yang abnormal, kerusakan fisik atau terdapat noda seperti pada
Gambear 4.

JURNAL ILMIAH SISTEM INFORMASI (JUISI) | VOL 4, No. 3, November 2025, pp. 646 - 659



649
p-ISSN : 2803-1507 e-ISSN: 2803-1531

Gambar 4. Tomat Reject

3.2. Perancangan Model

Perancangan model dalam penelitian ini difokuskan pada pengembangan arsitektur klasifikasi berbasis
Convolutional Neural Network (CNN) dengan memanfaatkan transfer learning. Model ResNet50 pre-trained
dipilih karena telah terbukti efektif dalam mengekstraksi fitur visual kompleks serta memiliki performa yang
baik pada dataset terbatas. Dengan memanfaatkan bobot awal yang sudah dilatih pada ImageNet, proses
pelatihan dapat berlangsung lebih efisien sekaligus mengurangi risiko overfitting. Pendekatan ini juga
memungkinkan model untuk memanfaatkan pola-pola visual umum yang telah dipelajari sebelumnya guna
mempercepat konvergensi saat pelatihan.

Dalam penelitian ini, model ResNet50 yang telah pre-trained digunakan dengan menambahkan lapisan output
yang disesuaikan untuk menghasilkan tiga kelas, yaitu Ripe, Unripe, dan Reject. Lapisan tambahan dirancang
untuk menyesuaikan keluaran model agar sesuai dengan jumlah kelas pada dataset yang digunakan.
Penyesuaian struktur ini bertujuan agar proses klasifikasi dapat lebih spesifik terhadap tingkat kematangan
tomat. Susunan layer output tambahan ini dapat direpresentasikan dalam Gambar 5.

v

Dropout, 0,5

Dense 3, SoftMax

InputLayer (224,224,3)
ResNet50
GlobalAveragePooling2D
Dense 512, RelLU
BatchNormalization

Gambar 5. Desain Arsitektur CNN

Input citra berukuran 224x224 diproses melalui GlobalAveragePooling2D, Dense, BatchNormalization, dan
Dropout sebelum masuk ke output layer dengan aktivasi Softmax. Fine-tuning dilakukan pada sepuluh
lapisan akhir ResNet50 agar model dapat menyesuaikan representasi fitur dengan karakteristik dataset tomat.
Proses pelatihan menggunakan optimizer Adam dengan learning rate 0,00001 untuk meningkatkan akurasi
sekaligus menjaga stabilitas pelatihan serta mengurangi risiko overfitting. Tahapan ini juga berfungsi untuk
memastikan setiap parameter model berkontribusi secara optimal dalam menghasilkan prediksi yang akurat
terhadap citra uji.

3.3. Evaluasi Model

Evaluasi performa model klasifikasi kematangan buah tomat dalam penelitian ini mencakup pengukuran
empat aspek utama, yaitu True Positive (TP) yang merupakan jumlah sampel yang diklasifikasikan dengan
benar sebagai kelas kematangan tertentu, True Negative (TN) sebagai jumlah sampel yang diklasifikasikan
dengan benar sebagai bukan bagian dari kelas tersebut, False Positive (FP) yaitu jumlah sampel yang salah
diklasifikasikan sebagai bagian dari kelas kematangan tertentu, dan False Negative (FN) yakni jumlah sampel
yang seharusnya termasuk dalam kelas tersebut namun tidak terdeteksi oleh model. Setiap metrik tersebut
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memberikan gambaran berbeda mengenai kemampuan model dalam mengenali dan membedakan kelas
kematangan tomat. Analisis terhadap hasil evaluasi ini juga membantu dalam menentukan apakah model
telah mencapai keseimbangan antara sensitivitas dan spesifisitas. Pendekatan evaluasi ini merujuk pada
metode yang digunakan oleh [26] yang juga menilai kinerja model klasifikasi buah tomat berdasarkan
parameter-parameter tersebut untuk memastikan tingkat akurasi dan efektivitas sistem berbasis transfer
learning.

Akurasi merupakan proporsi dari total sampel yang diklasifikasikan dengan benar oleh model. Nilai akurasi
memberikan informasi mengenai seberapa baik model dalam mengklasifikasikan data secara keseluruhan,
dan dihitung dengan Rumus (1).

TP +TN

Accuracy = (1)
TP+ TN+ FP +FN

Nilai akurasi digunakan sebagai ukuran umum untuk mengevaluasi kinerja model klasifikasi. Meskipun
demikian, akurasi saja tidak selalu cukup ketika terdapat ketidakseimbangan antara jumlah data pada masing-
masing kelas.

Presisi (Precision) merupakan proporsi dari sampel positif yang diklasifikasikan dengan benar oleh model
dibandingkan dengan total sampel yang diklasifikasikan sebagai positif. Nilai ini digunakan untuk menilai
sejauh mana model mampu menghindari kesalahan dalam memprediksi kelas positif, sebagaimana
ditunjukkan pada Rumus (2).

TP
Precision = ——— (@)
TP + FP

Presisi yang tinggi menunjukkan bahwa sebagian besar prediksi positif yang dihasilkan oleh model benar
adanya. Ukuran ini penting terutama pada kasus di mana kesalahan klasifikasi terhadap kelas positif perlu
diminimalkan.

Recall (Sensitivity atau True Positive Rate) merupakan proporsi dari sampel positif yang diklasifikasikan
dengan benar oleh model dibandingkan dengan total jumlah sampel positif yang sebenarnya. Nilai ini
menggambarkan kemampuan model dalam mengenali semua sampel positif pada dataset, sebagaimana
dijelaskan dalam Rumus (3).

TP
Recall = ——— (€)]
TP + FN

Nilai recall yang tinggi menandakan bahwa model memiliki kemampuan mendeteksi sebagian besar data
positif yang ada. Metrik ini sering digunakan pada situasi di mana kegagalan mendeteksi data positif dapat
menimbulkan konsekuensi besar.

F1-score merupakan harmonic mean dari presisi dan recall, yang memberikan gambaran seimbang tentang
performa model dalam klasifikasi. Nilai ini digunakan ketika dibutuhkan keseimbangan antara kemampuan
model dalam mengenali kelas positif dan ketepatan prediksinya, sebagaimana ditunjukkan pada Rumus (4).

Precision x Recall
F1 Score = 2x — 4)
Precision + Recall

F1-score menjadi metrik penting dalam kondisi data tidak seimbang antara kelas positif dan negatif. Nilai ini
memberikan evaluasi yang lebih adil dibandingkan penggunaan presisi atau recall secara terpisah.

34. Implementasi Aplikasi

Implementasi model klasifikasi kematangan buah tomat ke dalam aplikasi berbasis web menggunakan
Streamlit dilakukan melalui beberapa tahap. Pertama, model klasifikasi yang telah selesai dilatih disimpan
dalam format .h5 agar dapat dimuat kembali ke dalam aplikasi. Model ini kemudian diintegrasikan ke dalam
platform Streamlit untuk memungkinkan proses klasifikasi gambar secara langsung melalui antarmuka
pengguna. Proses integrasi ini memerlukan penyesuaian struktur kode agar model dapat berfungsi optimal di
lingkungan web-based tanpa mengalami penurunan kinerja.
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Antarmuka aplikasi dirancang agar mudah dioperasikan, dengan menyediakan fitur unggah gambar bagi
pengguna. Setelah gambar tomat diunggah, sistem secara otomatis akan memproses gambar tersebut agar
sesuai dengan standar input model, seperti penyesuaian ukuran dan skala warna. Proses ini memungkinkan
model mengenali dan mengklasifikasikan citra sesuai dengan pola yang telah dipelajari selama pelatihan.
Hasil klasifikasi ditampilkan secara langsung dalam antarmuka dalam bentuk label prediksi tingkat
kematangan. Dengan pendekatan ini, pengguna dapat memperoleh hasil klasifikasi secara cepat dan efisien
tanpa harus melalui proses teknis yang kompleks.

4. HASIL DAN PEMBAHASAN
4.1. Hasil Pelatihan Model ResNet50

Model klasifikasi dikembangkan menggunakan arsitektur ResNet50 dengan pendekatan transfer learning, di
mana seluruh lapisan awal dibekukan dan sepuluh lapisan akhir di-fine-fune untuk menyesuaikan dengan
karakteristik citra buah tomat. Dataset terdiri dari 2.400 gambar buah tomat yang terbagi seimbang ke dalam
tiga kelas: ripe (matang), unripe (mentah), dan reject (tidak layak konsumsi). Setiap gambar dalam dataset
telah melalui proses prapemrosesan, termasuk pengubahan ukuran dan normalisasi piksel agar sesuai dengan
format input model. Tahapan ini penting untuk memastikan setiap citra memiliki kualitas dan konsistensi
yang seragam sebelum proses pelatihan dimulai.

Proses pelatihan dilakukan sebanyak lima kali percobaan, masing-masing selama 30 epoch, dengan
konfigurasi dan pembagian data yang sama pada setiap percobaan. Pelatihan berulang ini bertujuan untuk
mengukur stabilitas dan konsistensi model terhadap variasi acak. Parameter pelatihan seperti learning rate
dan ukuran batch dijaga tetap konstan agar hasil antar percobaan dapat dibandingkan secara objektif. Selain
itu, proses pelatihan juga dijalankan dengan menggunakan GPU untuk mempercepat komputasi dan efisiensi
waktu.

Hasil terbaik diperoleh pada percobaan ke-5 dengan akurasi validasi mencapai 98,75%, sebagaimana
ditunjukkan pada Gambar 6. Grafik akurasi menunjukkan bahwa nilai akurasi pelatihan dan validasi
meningkat konsisten seiring bertambahnya epoch, dan mencapai stabilitas di atas 98% setelah epoch ke-15.
Grafik /oss pelatihan dan validasi juga menurun signifikan hingga mendekati konvergensi, mengindikasikan
model mampu belajar optimal tanpa mengalami overfitting. Pola perubahan akurasi dan loss tersebut
menunjukkan bahwa model mampu menyesuaikan bobotnya dengan baik tanpa kehilangan kemampuan
generalisasi terhadap data baru.

Akurasi Pelatihan dan Validasi Loss Pelatihan dan Validasi

1.0 e ——— —— Training Loss

s \ validation Loss

0.84
0.94

0.6
_ 081

071 041
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‘—-—‘—-—-‘
Loss

061 024

—— Training Accuracy

Validation Accuracy —_—
0.54 T T T T T T 0.0 T T T T T
0 5 10 15 20 25 30 0 5 10 15 20 25 30

Epoch Epoch

Gambar 6. Grafik Akurasi Dan Loss Pelatihan

Kurva akurasi dan loss yang konsisten antara data pelatihan dan validasi mengindikasikan kemampuan
generalisasi model yang baik, tanpa tanda-tanda overfitting. Hasil ini menunjukkan bahwa ResNet50 dengan
pendekatan transfer learning tidak hanya efektif untuk dataset terbatas, tetapi juga memiliki potensi kuat
untuk diimplementasikan secara praktis dalam sistem klasifikasi kematangan tomat. Konsistensi ini
mengindikasikan bahwa fitur yang diekstraksi dari lapisan konvolusional mampu merepresentasikan
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karakteristik visual dengan efisien. Hal ini juga menunjukkan bahwa proses fine-tuning berhasil
menyesuaikan parameter model terhadap pola visual yang spesifik pada citra buah tomat.

4.2. Pembahasan Model ResNet50

Setelah proses pelatihan, performa model ResNet50 dievaluasi menggunakan confusion matrix dan
classification report. Secara umum, hasil menunjukkan performa yang stabil dengan variasi kecil antar
percobaan, dengan akurasi validasi rata-rata 98,08%. Percobaan terbaik diperoleh pada percobaan ke-5
dengan akurasi validasi 98,75%, sehingga hasil evaluasi ditampilkan pada Gambar 7. Evaluasi ini
memberikan gambaran kuantitatif mengenai tingkat ketepatan model dalam mengenali setiap kelas dan
sejauh mana model mempertahankan konsistensi antar percobaan.

Confusion matrix digunakan untuk memberikan gambaran detail mengenai distribusi hasil klasifikasi model
terhadap setiap kelas. Melalui visualisasi ini, dapat diketahui seberapa banyak citra dari masing-masing kelas
yang berhasil dikenali dengan benar maupun yang masih salah diklasifikasikan. Analisis confusion matrix
penting karena mampu menunjukkan kelemahan spesifik model pada kelas tertentu, meskipun nilai akurasi
keseluruhan tinggi. Dengan demikian, confusion matrix tidak hanya berfungsi sebagai alat evaluasi kinerja,
tetapi juga sebagai dasar dalam mengidentifikasi potensi perbaikan sistem klasifikasi. Selain itu, informasi
ini dapat digunakan untuk mengevaluasi keseimbangan performa antar kelas sehingga hasil analisis lebih
komprehensif.

Confusion Matrix

80

Reject

- 40

Actual
Ripe

- 30

-20

Unripe

-10

Ri'pe Unripe
Predicted

Reject

Gambar 7. Confusion Matrix

Gambar 7 menunjukkan bahwa seluruh gambar pada kelas Unripe berhasil diklasifikasikan dengan benar
tanpa kesalahan, menandakan konsistensi ciri visual tomat yang belum matang mudah dikenali model.
Namun, terdapat satu gambar dari kelas Ripe yang salah diklasifikasikan sebagai Reject, serta dua gambar
dari kelas Reject yang salah diprediksi sebagai Ripe. Kesalahan ini relatif kecil, tetapi memperlihatkan adanya
kemiripan karakteristik visual pada sampel batas antara buah matang dan rusak. Pola ini bersifat asimetris
karena kesalahan hanya terjadi pada pasangan Ripe—Reject, sedangkan Unripe selalu dikenali dengan
sempurna.

Selain melalui confusion matrix, evaluasi kinerja model juga dapat dianalisis secara kuantitatif menggunakan
classification report yang memuat metrik precision, recall, dan FI-score untuk setiap kelas. Metrik-metrik
ini memberikan gambaran yang lebih detail mengenai keseimbangan antara kemampuan model dalam
mengenali kelas positif dan menghindari kesalahan prediksi. Dengan mengamati nilai-nilai tersebut, dapat
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diketahui sejauh mana model mempertahankan konsistensi performa antar kelas. Rangkuman hasil
pengukuran metrik evaluasi tersebut disajikan pada Tabel 2.

Tabel 2. Classification Report

Precision Recall F1-Score
Reject 0.9873 0.9750 0.9811
Ripe 0.9753 0.9875 0.9814
Unripe 1.0000 1.0000 1.0000
Accuracy 0.9875

Berdasarkan Tabel 2, kelas Unripe memperoleh nilai sempurna pada seluruh metrik evaluasi, menegaskan
kemampuan model dalam mengenali buah tomat yang belum matang. Kelas Ripe mencatat precision 97,53%
dan recall 98,75% dengan Fl-score 98,14%, yang menunjukkan keseimbangan baik antara ketelitian dan
sensitivitas. Sementara itu, kelas Reject mencapai precision 98,73% dan recall 97,50%, tetap menunjukkan
performa sangat baik meskipun terdapat sedikit kesalahan klasifikasi. Konsistensi nilai metrik yang tinggi di
semua kelas memperkuat bukti bahwa model dari percobaan kelima layak dijadikan sebagai model akhir.
Namun demikian, pola kesalahan kecil antara Ripe dan Reject menunjukkan perlunya penambahan data pada
sampel borderline serta evaluasi dengan dataset eksternal untuk meningkatkan keandalan model dalam
kondisi nyata.

Selain percobaan terbaik, Tabel 3 menampilkan ringkasan akurasi validasi dari seluruh percobaan untuk
menunjukkan konsistensi performa model. Data pada tabel tersebut mencakup lima kali percobaan dengan
konfigurasi pelatihan yang identik. Setiap percobaan dilakukan untuk memverifikasi kestabilan model
terhadap variasi awal pelatihan yang bersifat acak. Informasi ini menjadi dasar untuk menilai keandalan
model sebelum diimplementasikan pada sistem klasifikasi berbasis aplikasi web.

Tabel 3. Ringkasan Akurasi Validasi Model ResNet50

Percobaan ke- Epoch Akurasi

1 30 97,08%

2 30 97,92%

3 30 97,92%

4 30 98,75%

5 30 98,75%
Rata-rata 98,08%

Standar Deviasi 0,70%

Rata-rata akurasi validasi dari kelima percobaan mencapai 98,08%, yang diperoleh dari pembagian total nilai
akurasi validasi setiap percobaan dengan jumlah percobaan. Hasil ini menunjukkan tingkat keandalan dan
kestabilan model dalam mengklasifikasikan kematangan buah tomat. Konsistensi akurasi di atas 97% pada
seluruh percobaan mengindikasikan bahwa metode transfer learning dengan teknik fine-tuning pada
arsitektur ResNet50 bekerja secara efektif. Nilai akurasi yang tinggi dan stabil ini juga menunjukkan bahwa
model mampu beradaptasi terhadap variasi data pelatihan tanpa mengalami penurunan performa signifikan.

Nilai standar deviasi sebesar 0,70% menegaskan bahwa variasi akurasi antar percobaan relatif kecil, sehingga
performa model dapat dianggap konsisten dan stabil. Dengan demikian, meskipun pelatihan dilakukan
sebanyak lima kali, hasil yang diperoleh tetap berada pada rentang yang sangat dekat dengan rata-rata.
Temuan ini memperkuat keyakinan bahwa transfer learning dengan fine-tuning ResNet50 mampu
menghasilkan klasifikasi yang andal bahkan pada kondisi pelatihan berulang. Kondisi ini menandakan bahwa
proses pelatihan model telah mencapai titik konvergensi yang optimal tanpa adanya variasi signifikan pada
hasil akhir.

Penelitian ini mencapai akurasi rata-rata dari 5 kali percobaan pelatihan sebesar 98,04%, lebih tinggi
dibandingkan metode Aybrid CNN dengan SVM, RF, dan KNN 97,54% [2]. Model LeNet dilaporkan
memiliki akurasi sekitar 98%, sedangkan VGG-16 hanya mencapai 67,42% [28]. Sementara itu penelitian
[26] menggunakan model transfer learning EfficientNet B7 memperoleh akurasi yang lebih tinggi yaitu 100%.
Jika dibandingkan dengan metode deteksi berbasis YOLOVS5, akurasi penelitian ini juga jauh lebih tinggi.
YOLOVS5 yang banyak digunakan pada tugas deteksi objek hanya menghasilkan akurasi sebesar 73% dalam
pendeteksian tingkat kematangan tomat [29]. Hal ini menunjukkan bahwa meskipun YOLOvVS unggul pada
kecepatan deteksi real-time dan kemampuan lokalisasi objek, performanya untuk klasifikasi tingkat
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kematangan tomat masih lebih rendah dibandingkan pendekatan transfer learning dengan ResNet50 yang
digunakan dalam penelitian ini.

4.3. Implementasi Aplikasi Web

Model ResNet50 yang telah dilatih berhasil diintegrasikan ke dalam aplikasi berbasis web menggunakan
framework Streamlit. Aplikasi ini dirancang agar pengguna dapat mengunggah citra tomat dan langsung
memperoleh hasil klasifikasi berdasarkan tingkat kematangannya. Hasil pengujian menunjukkan bahwa
sistem mampu memberikan keluaran secara cepat dengan tingkat akurasi yang konsisten sesuai performa
model selama pelatihan. Keunggulan lain dari aplikasi ini adalah akses langsung melalui browser tanpa
instalasi tambahan, sehingga praktis digunakan oleh berbagai kalangan, termasuk mereka yang tidak
memiliki keahlian teknis dalam bidang pemrograman maupun kecerdasan buatan.

4.3.1. Tampilan Antarmuka

Aplikasi memiliki antarmuka sederhana yang memudahkan pengguna dalam melakukan klasifikasi citra
tomat. Pada tampilan awal Gambar 8, aplikasi menampilkan halaman utama dengan menu untuk mengunggah
file citra. Pengguna cukup memilih citra tomat dengan format .jpg atau .png untuk diproses. Desain halaman
ini dibuat intuitif agar pengguna dapat memahami fungsi setiap elemen antarmuka tanpa memerlukan
panduan khusus.

@ Klasifikasi Kematangan Tomat

Upload gambar tomat untuk mengetahui status kematangannya:

Ripe, Unripe, atau Reject.

# Unggah Gambar Tomat

D d drop file h
rag and drop file nere Browse files

Limit 200MB per file « JPG, JPEG, PNG

Gambar 8. Tampilan Pertama Website yang digunakan untuk unggal gambar tomaat

Setelah file dipilih, aplikasi menampilkan citra yang diunggah sekaligus hasil klasifikasi dalam bentuk label
kelas, yaitu ripe, unripe, atau reject. Proses ini berjalan otomatis dan relatif cepat karena sistem melakukan
pra-pemrosesan citra, seperti pengubahan ukuran dan normalisasi, agar sesuai dengan standar input model.
Hasil prediksi kemudian ditampilkan langsung pada antarmuka sehingga pengguna dapat membandingkan
citra asli dengan label klasifikasi yang dihasilkan. Selain memberikan informasi yang jelas mengenai tingkat
kematangan, tampilan ini juga memudahkan pengguna dalam mengambil keputusan, misalnya untuk proses
penyortiran atau pengemasan buah. Dengan demikian, aplikasi tidak hanya memberikan umpan balik instan,
tetapi juga dapat dimanfaatkan secara praktis dalam mendukung aktivitas pascapanen. Contoh visualisasi
hasil klasifikasi tersebut ditunjukkan pada Gambar 9.
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@ Klasifikasi Kematangan Tomat

Upload gambar tomat untuk mengetahui status kematangannya:
Ripe, Unripe, atau Reject.

& Unggah Gambar Tomat

Drag and drop file here
Limit 200MB per file « JPG, JPEG, PNG

Browse files

[ healthy (82).jpg 29.2K6 X

Hasil Klasifikasi

Ripe

Gambaryang Diunggah

Gambar 9. Aplikasi Web Streamlit yang menunjukkan hasil kematangan

Antarmuka pada Gambar 9 memperlihatkan kesederhanaan desain yang tetap informatif. Pengguna dapat
melihat citra yang diunggah beserta hasil prediksi tanpa perlu melalui tahapan teknis yang rumit. Dengan tata
letak yang bersih dan intuitif, aplikasi ini menyajikan hasil klasifikasi secara transparan dan mudah dipahami.
Implementasi ini sekaligus membuktikan bahwa model ResNet50 dapat diterapkan secara praktis melalui
platform web, sehingga berpotensi dikembangkan lebih lanjut untuk mendukung digitalisasi proses
penyortiran hasil pertanian secara efisien.

4.3.2. Analisis Kinerja Aplikasi

Analisis kinerja dilakukan untuk memastikan aplikasi tidak hanya berfungsi dengan baik, tetapi juga stabil
dan efisien dalam kondisi nyata. Pengujian ini mencakup pengamatan terhadap kemampuan sistem dalam
menangani beban kerja yang bervariasi serta kestabilan respons terhadap permintaan pengguna. Selain itu,
evaluasi juga dilakukan untuk menilai konsumsi sumber daya seperti memori dan waktu pemrosesan agar
performa aplikasi dapat dioptimalkan. Beberapa aspek pengujian yang dilakukan adalah sebagai berikut:

1. Waktu Pemrosesan
Pengukuran waktu dilakukan sejak citra diunggah hingga hasil klasifikasi ditampilkan. Berdasarkan
uji coba terhadap 20 citra uji, waktu prediksi tercepat tercatat 3 detik, sedangkan yang terlama adalah
7 detik. Mayoritas citra dapat diproses dalam rentang 4-6 detik, dengan rata-rata waktu prediksi
sekitar 5 detik. Hasil ini menunjukkan bahwa aplikasi mampu memproses citra dengan cepat, relatif
stabil, dan memberikan keluaran yang konsisten pada berbagai kondisi pengujian.

2. Batas Ukuran File
Aplikasi diuji dengan citra berukuran antara 1 KB hingga 5 MB. Hasil pengujian menunjukkan
bahwa aplikasi dapat memproses citra dengan ukuran hingga 5 MB tanpa mengalami kendala berarti.
Namun, pada ukuran file yang melebihi batas tersebut, waktu pemrosesan meningkat secara
signifikan dibandingkan rata-rata, sehingga berpotensi menurunkan kinerja aplikasi. Meskipun
demikian, aplikasi masih mampu menyelesaikan pemrosesan citra berukuran lebih dari 5 MB, tetapi
dengan durasi yang lebih lama.

3. Platform Pengujian
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Pengujian aplikasi dilakukan pada perangkat dengan spesifikasi sistem operasi Windows 11 (64-
bit), prosesor Intel(R) Core(TM) i5-8365U CPU @ 1.90 GHz, dan RAM sebesar § GB. Lingkungan
pengembangan yang digunakan adalah Python 3.10 dengan dukungan framework TensorFlow
2.19.0 dan Streamlit 1.45.0. Spesifikasi perangkat ini memungkinkan eksekusi aplikasi tanpa
hambatan ketika memproses citra dengan ukuran standar. Selain itu, konfigurasi tersebut
mendukung penggunaan model ResNet50 secara cepat sehingga hasil klasifikasi dapat ditampilkan
dalam waktu nyata.

Hasil ini menunjukkan bahwa aplikasi berbasis streamlit tidak hanya berhasil mengintegrasikan model
ResNet50 ke dalam sistem berbasis web, tetapi juga mampu memberikan kinerja yang praktis, responsif, dan
konsisten. Dengan rata-rata waktu pemrosesan sekitar 5 detik serta dukungan akses langsung melalui website
tanpa instalasi tambahan, aplikasi ini berpotensi dikembangkan lebih lanjut sebagai prototipe sistem
penyortiran buah tomat yang lebih efisien dan mudah diterapkan di lapangan. Pengguna dapat melihat hasil
klasifikasi secara real-time, sehingga memungkinkan pemantauan langsung terhadap kualitas buah.

4.1. Diskusi

Hasil penelitian menunjukkan bahwa penerapan transfer learning dengan arsitektur ResNet50 berhasil
mencapai akurasi rata-rata 98,08% pada klasifikasi tingkat kematangan buah tomat. Nilai ini menunjukkan
bahwa model mampu mengenali perbedaan visual antar kelas dengan presisi tinggi, terutama pada kategori
unripe yang memperoleh precision, recall, dan F1-score sempurna. Capaian tersebut menegaskan efektivitas
fine-tuning pada lapisan akhir dalam menyesuaikan bobot terhadap karakteristik visual dataset spesifik,
sejalan dengan temuan [18] yang menunjukkan bahwa modifikasi CNN transfer learning meningkatkan
performa pada data medis terbatas. Dengan demikian, hasil ini menjawab tujuan penelitian untuk menguji
efektivitas ResNet50 dalam mendeteksi tingkat kematangan buah secara akurat dan efisien.

Jika dibandingkan dengan penelitian terdahulu, performa model dalam penelitian ini mengungguli metode
berbasis hybrid CNN dengan algoritma SVM, RF, dan KNN yang hanya mencapai akurasi 97,54%
sebagaimana dilaporkan oleh [2]. Hasil ini juga mendekati performa optimal model EfficientNet B7 yang
mencapai 100% [26], meskipun dengan kompleksitas komputasi yang lebih tinggi. Selain itu, penelitian ini
secara konsisten memperlihatkan stabilitas model pada lima kali percobaan dengan deviasi akurasi hanya
0,70%, memperkuat klaim [5] bahwa pemilihan optimizer Adam dapat meningkatkan stabilitas pelatihan
model. Konsistensi tersebut juga menunjukkan keunggulan ResNet50 dibandingkan YOLOvS yang hanya
mencapai 73% akurasi dalam klasifikasi kematangan tomat [29], sehingga menegaskan bahwa transfer
learning lebih unggul untuk klasifikasi citra berbasis warna dan tekstur.

Beberapa temuan anomali juga muncul, khususnya kesalahan kecil dalam klasifikasi antara kelas ripe dan
reject. Hal ini dapat dijelaskan oleh kemiripan karakteristik visual pada tomat yang mengalami perubahan
warna tidak merata atau cacat permukaan ringan, sebagaimana juga diamati oleh [14] dalam deteksi cacat
baja menggunakan ResNet50. Kesalahan ini menunjukkan bahwa model masih perlu peningkatan pada area
batas antar kelas dengan menambah variasi data atau melakukan augmentasi khusus untuk kondisi
pencahayaan ekstrem. Namun demikian, hasil penelitian tetap menunjukkan bahwa ResNet50 mampu
beradaptasi dengan baik terhadap dataset yang relatif terbatas, mendukung pendapat Salehi dan kolega [17]
bahwa transfer learning mempercepat pelatihan sekaligus mempertahankan akurasi tinggi.

Dari sisi implikasi, hasil penelitian ini memberikan kontribusi baik secara teoritis maupun praktis. Secara
teoritis, penelitian ini memperkuat pemahaman tentang efektivitas fine-tuning pada model deep convolutional
neural network untuk klasifikasi berbasis warna dan tekstur dalam konteks agrikultura. Secara praktis,
integrasi model ke dalam aplikasi web berbasis Streamlit memungkinkan proses klasifikasi yang cepat,
mudah, dan efisien tanpa memerlukan perangkat keras khusus. Hal ini membuka peluang penerapan sistem
serupa untuk penyortiran buah secara real-time di lapangan, seperti yang juga disarankan oleh Marzuki dan
kolega [27]. Meski demikian, keterbatasan utama penelitian ini terletak pada penggunaan dataset dari sumber
tunggal (Kaggle), sehingga pengujian dengan dataset lapangan yang lebih beragam masih diperlukan untuk
meningkatkan generalisasi model.

5. KESIMPULAN DAN SARAN
5.1. Kesimpulan
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Penelitian ini berhasil merancang sistem klasifikasi kematangan buah tomat menggunakan pendekatan
transfer learning berbasis arsitektur ResNet50 dengan dataset berjumlah 2400 citra yang terbagi dalam tiga
kelas (ripe, unripe, dan reject). Melalui teknik fine-tuning pada lapisan akhir, model mampu mencapai
akurasi validasi rata-rata 98,08% dengan performa klasifikasi yang konsisten tinggi. Model kemudian
diimplementasikan dalam aplikasi berbasis web menggunakan Streamlit, yang dapat memproses citra dengan
rata-rata waktu sekitar 5 detik sehingga praktis digunakan untuk membantu penyortiran hasil panen.
Meskipun hasil penelitian menunjukkan kinerja yang baik, keterbatasan masih terdapat pada penggunaan
dataset yang seluruhnya berasal dari Kaggle sehingga belum mencerminkan variasi kondisi nyata, sehingga
pengujian lebih lanjut dengan dataset eksternal diperlukan untuk memperkuat validasi dan meningkatkan
generalisasi model.

5.2. Saran

Berdasarkan hasil dan keterbatasan penelitian, terdapat beberapa arah pengembangan yang dapat dilakukan.
Pertama, sistem klasifikasi dapat ditingkatkan menuju pemrosesan real-time dengan memanfaatkan input
langsung dari kamera, sehingga memungkinkan penerapan pada proses sortasi otomatis di lapangan secara
lebih efisien. Kedua, eksplorasi arsitektur Convolutional Neural Network (CNN) lain, seperti EfficientNet,
MobileNet, atau DenseNet, dapat dilakukan untuk dibandingkan dengan ResNet50 dalam hal akurasi, efisiensi
pelatihan, dan kompleksitas komputasi. Ketiga, aplikasi berbasis web dapat disempurnakan dengan
penambahan fitur tambahan, seperti riwayat klasifikasi, penyimpanan hasil prediksi, dan pembuatan laporan
otomatis guna meningkatkan fungsi serta kenyamanan penggunaan. Keempat, diperlukan uji coba langsung
di lapangan, khususnya pada proses sortasi hasil panen, untuk mengevaluasi kinerja model dalam kondisi
operasional nyata sekaligus menilai aspek kepraktisan, efisiensi, dan keandalan sistem.
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